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Sumario

El fraude en la salud es un tema muy relevante hoy. El fraude en seguros médicos en Estados
Unidos (Medicare) causa pérdidas superiores a los miles de millones de ddlares por afio. Adicional a
las pérdidas econdmicas se suma el aumento de burocracia del proceso de cuenta médica, producto
de los fraudes, que dificultan y hacen engorrosos los procesos de justificacion y cobro de cuentas
médicas. Los actores principales de estos procesos son los proveedores de salud (hospitales y otros

centros de salud), doctores y los pacientes que utilizan este servicio.

Esta memoria de titulo estd enfocada en atacar este problema utilizando datos tabulares de
cddigo abierto que contienen la informacion de pacientes registrados en el programa federal de seguro
médico Medicare con el proveedor de salud respectivo asignado a cada paciente. En total se utilizé
informacion de 558.211 pacientes. Primero, se realizd un analisis exploratorio de los datos para
procesarlos seguido de una ingenieria de caracteristicas. Posteriormente se hizo una sintonizacion de
hiperparametros con validacion cruzada para asegurar la robustez de los pardmetros seleccionados.
Paralelamente, se evaluo el error de cada clasificador para monitorear el rendimiento de los modelos.
Finalmente, se entrenaron y evaluaron tres clasificadores (AdaBoost, Support Vector Machine (SVM)
y TabNet), con el objetivo de clasificar los ejemplos del set de datos en las clases “fraude” y “no
fraude”. En términos de sensibilidad, el mejor clasificador fue SVM (sensibilidad=0.62), seguido por
AdaBoost (sensibilidad = 0.61). Por otro lado, en términos de area bajo la curva de operacion, el

clasificador que presento los mejores resultados fue AdaBoost con un puntaje de 0.7.

Este estudio revela la capacidad de técnicas avanzadas de aprendizaje automatico para
identificar posibles fraudes en programas de seguro méedico, demostrando que, aunque el SVM tuvo
la mejor sensibilidad, AdaBoost ofrecié un equilibrio mas robusto entre sensibilidad y especificidad,
como se refleja en su AUC-ROC superior. Este enfoque no solo aporta a la deteccion eficiente de
fraudes sino también subraya la importancia de la seleccién y optimizacion adecuadas de modelos

para abordar problemas complejos de datos.



Abstract

Health fraud is a highly relevant issue today. Insurance fraud within the United States
Medicare system results in losses amounting to billions of dollars annually. In addition to financial
losses, there is an increase in the bureaucracy of the medical billing process, a direct consequence of
fraud, which complicates and encumbers the processes of justification and billing for medical
services. The main actors in these processes are healthcare providers (hospitals and other health

centers), doctors, and the patients who use these services.

This thesis focuses on addressing this problem using open-source tabular data containing
information on patients registered in the federal Medicare insurance program, along with the
respective healthcare provider assigned to each patient. Information from a total of 558,211 patients
was used. First, an exploratory data analysis was conducted to process the data, followed by feature
engineering. Subsequently, hyperparameter tuning was performed with cross-validation to ensure the
robustness of the selected parameters. Concurrently, the error of each classifier was evaluated to
monitor the models' performance. Finally, three classifiers (AdaBoost, Support Vector Machine
(SVM), and TabNet) were trained and evaluated, aiming to classify the dataset examples into “fraud”
and “non-fraud” categories. In terms of sensitivity, the best classifier was SVM (sensitivity=0.62),
followed by AdaBoost (sensitivity=0.61). On the other hand, in terms of the area under the receiver

operating characteristic curve, AdaBoost presented the best results with a score of 0.7.

This study reveals the capability of advanced machine learning techniques to identify potential
frauds in medical insurance programs, showing that, although SVM had the best sensitivity, AdaBoost
offered a more robust balance between sensitivity and specificity, as reflected in its superior AUC-
ROC. This approach not only contributes to the efficient detection of fraud but also underscores the

importance of proper model selection and optimization to address complex data problems.
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1. Introduccién

1.1. Antecedentes del problema

El problema de la deteccidn de fraude en los servicios de salud representa una preocupacion
critica a nivel global en el ambito de la atencion médica [1] [2]. Dicho problema consiste en la
obtencion de beneficios o pagos indebidos a través de reclamaciones falsas o engafiosas dentro del
sistema de atencion médica. Estos actos fraudulentos pueden variar desde la emision de facturas por
servicios médicos no prestados hasta la manipulacion de registros de pacientes para obtener pagos no
merecidos. Este fendmeno no s6lo compromete la integridad del sistema de salud, sino que también
implica significativas pérdidas financieras para las aseguradoras y, lo mas alarmante, puede afectar la
calidad de la atencién que reciben los pacientes reales [3].

El fraude en el sector de la salud es un desafio complejo que impacta a gobiernos, aseguradoras,
proveedores de atencion médica y pacientes. EIl incremento en los costos de atencion médica y la
complejidad creciente de los sistemas de salud han facilitado el surgimiento de actividades
fraudulentas [4]. Aunque este problema tiene décadas de existencia, ha evolucionado con la
digitalizacion y la implementacion de la atencién médica electronica. Con la adopcion de registros
médicos electrénicos y métodos de facturacién digital, los defraudadores han encontrado nuevas
oportunidades para explotar vulnerabilidades en estos sistemas para su beneficio personal. En este
contexto, la deteccion eficaz de fraude se vuelve crucial para preservar la integridad y sostenibilidad
de los sistemas de salud a nivel mundial.

Los dafios financieros que deben asumir los administradores de estos servicios hacen imperativa
la intervencion de instituciones judiciales y financieras para prevenir el fraude. Aunque es dificil
estimar el monto exacto de las pérdidas, se calcula que oscilan entre 13 mil millones de euros en
Europa y entre 20 y 70 mil millones de ddlares en Estados Unidos anualmente [3]. Se estima que
hasta un 10% del presupuesto anual del gobierno de EE.UU. se pierde debido al fraude, lo que

equivale a aproximadamente 300 mil millones de dolares[5].

1.2. Definicién del problema
Este estudio se centra en detectar fraudes utilizando informacion de pacientes registrados en el
programa federal de seguro médico Medicare para clasificar a los proveedores como fraudulentos o

no fraudulentos, con datos etiquetados.



1.3. Objetivos generales
Disefiar un modelo de clasificacion de fraude empleando datos tabulares de pacientes

registrados en el programa federal de seguro médico Medicare.

1.4. Objetivos especificos

e Aplicar metodologias de Ingenieria de Caracteristicas para identificar y seleccionar las
mejores variables para formar parte del conjunto de caracteristicas a ser utilizadas en el
proceso de clasificacion.

e Implementar modelos de clasificacion que permitan realizar la clasificacion de los datos,
teniendo en cuenta la naturaleza de los datos y estudios previos en la tematica.

e Evaluar los algoritmos de clasificacion implementados con el fin de obtener métricas que
permitan identificar el mejor algoritmo para el problema.

1.5. Alcances y limitaciones
Este trabajo se enfoca en alcanzar los objetivos previamente mencionados, considerando ciertas
limitaciones:

e EIl costo computacional del codigo debe ser razonable, dado que el manejo de grandes
volimenes de datos puede incrementar significativamente el tiempo de procesamiento de
algunos algoritmos con el aumento de la dimensionalidad del conjunto de datos.

e Es esencial que los resultados sean reproducibles, lo que requiere una definicion precisa de
las bibliotecas utilizadas, el conjunto de datos finales y los hiperpardmetros de los distintos

modelos implementados.



2. Revision bibliografica y marco teorico

2.1. Estado del arte en clasificacion de fraude.

Una amplia gama de investigaciones se centra en los algoritmos de clasificacion basados en el
aprendizaje automatico (ML) y el aprendizaje profundo (DL), con un enfoque significativo en la
deteccion de fraude, tanto en el sector bancario como en el de la salud. Un estudio innovador de Yoo
et al. [6] adopta una perspectiva basada en la teoria de grafos, implementando dos enfoques distintos:
el primero emplea redes neuronales basadas en grafos, mientras que el segundo aplica métodos
clasicos de ML con informacion de grafos. Utilizar la teoria de grafos permite aprovechar las
relaciones entre los datos para mejorar el desempefio, aunque a menudo estas relaciones no son
evidentes, lo que requiere un profundo conocimiento de los datos y sus interconexiones. A pesar de
sus excelentes resultados, estos métodos demandan un tiempo de ejecucion hasta 300 veces mayor en
comparacion con las técnicas convencionales. Hancock y Taghi [7], por otro lado, se centraron en el
modelo CatBoost, un algoritmo basado en arboles de decisién eficaz tanto para datos categoricos
como numeéricos. CatBoost ha demostrado ser particularmente eficaz en la identificacion de patrones
de fraude, lo que permite ahorrar tiempo al obviar etapas de preprocesamiento. En comparacion con
XGBoost, CatBoost mostré un mejor desempefio en términos de curva ROC, con valores de 0.7851
frente a 0.7615, respectivamente, utilizando datos de fraude obtenidos del sitio oficial de Medicare[8].

Altaher y Malebary [9] presentaron una optimizacion del modelo LightGBM (OLightGBM), el
cual super6 en desempefio a otras técnicas en casi todas las métricas principales, incluyendo la
méaquina de vectores de soporte (SVM), la regresion logistica, el método de los k vecinos mas
cercanos, los clasificadores bayesianos, el bosque aleatorio y el arbol de decision. OLightGBM
también superd al modelo base LightGBM y a CatBoost. En [10], se propone un modelo basado en
LightGBM centrado en los "ejemplos dificiles", es decir, aquellos casos en los que el modelo enfrenta
mayores dificultades para clasificar. Esta estrategia es Util en conjuntos de datos altamente
desbalanceados, como suele detectar fraude. Estudios comparativos, como los presentados en [11],
[12] y [13], emplearon el mismo conjunto de datos disponible en Kaggle que se utilizara en este
proyecto. Se exploraron modelos basados en arboles, incluyendo el bosque aleatorio, el arbol de
decisiones, XGBoost, AdaBoost y un clasificador basado en el potenciador de gradiente, junto con
métodos mas tradicionales como SVM vy la regresion logistica. Los resultados de estos estudios
serviran como referencia para comparar las métricas de desempefio de nuestro proyecto.

Una revision sistematica realizada por Ashtiani en 2022 [14] ofrece una vision de las tendencias

3



actuales en la identificacion de fraude financiero. Aunque los datos de fraude financiero pueden diferir
en estructura de los datos de fraude en servicios de salud, este estudio proporciona informacion valiosa
sobre los modelos implementados. Los tres modelos méas utilizados en los estudios analizados son
SVM, éarboles de decision y clasificadores bayesianos, presentes en mas del 80% de las
investigaciones revisadas. Las redes neuronales artificiales también son un método popular.

Yashraj et al. [15] se centran en la deteccion de fraude en servicios de salud utilizando datos
desbalanceados, aplicando técnicas de muestreo populares como el sobremuestreo sintético de
minorias (SMOTE) y el submuestreo. Destacan los modelos basados en &rboles como XGBoost,
LightGBM, GBM, arboles de decision y bosques aleatorios, siendo XGBoost y LightGBM los que
mostraron desempefios muy similares.

2.2. Marco teorico.
2.2.1. Informacion mutua

En teoria de informacion, la informacion mutua es una técnica que evalla la dependencia entre
dos variables; en este contexto, se refiere a las caracteristicas y la variable objetivo [16]. Esta métrica
cuantifica cuanta informacién aporta una variable sobre otra. La relacién entre dos variables X e Y se
define como:

I(X;Y) =HX)-HX|Y) [Ec. 1]

Donde I(X;Y) corresponde a la ganancia mutua entre X e Y, H(X) es laentropiade Xy H(X | Y) es
la entropia condicional de X dado un Y. Un valor alto de ganancia mutua indica una mayor relacion
entre las variables, sugiriendo que la caracteristica proporciona informacién valiosa para el modelo.
Por el contrario, un valor bajo implica que la caracteristica aporta poca informacion, lo que puede
justificar su eliminacion del modelo. Esta técnica es crucial para identificar y seleccionar las
caracteristicas mas significativas que influyen en la precision de un modelo de aprendizaje
automatico, optimizando asi su rendimiento y eficiencia.
2.2.2. Validacion cruzada

La validacion cruzada (CV) es una técnica esencial en proyectos de inteligencia artificial para
garantizar la confiabilidad y coherencia del modelo durante el proceso de ajuste de hiperparametros
[17]. Uno de los métodos méas populares dentro de la validacion cruzada es el k-folds. Este
procedimiento divide el conjunto de datos en k segmentos de igual tamafio, utilizando cada segmento
una vez como conjunto de prueba mientras que los restantes sirven como conjunto de entrenamiento.

Este proceso se repite k veces, con cada segmento usado como conjunto de prueba. Los resultados
4



obtenidos se promedian para obtener una evaluacion final mas precisa del modelo. La Figura 2.1
ilustra el proceso de validacion cruzada con k=4, donde el conjunto de datos se divide en cuatro partes,

y cada parte se utiliza como conjunto de prueba en una iteracion diferente.

Datos de prueba

!
o 00000000000000

Iteracion 2 [—» “""“““"
Iteracién 3 = """“"""

S| Datos de entrenamiento

. 4

Iteracion 1

Iteracion k=4 > “""““““

<€ Total de datos »

Figura 2. 1. Validacion cruzada para k=4 [18]

Es crucial subrayar que la aplicacion de la validacion cruzada se lleva a cabo exclusivamente
dentro del conjunto de datos de entrenamiento. De esta manera, se asegura que la evaluacion del
modelo se realice con un conjunto de datos de prueba totalmente nuevo y no expuesto previamente
durante el proceso de ajuste. Adoptar esta estrategia promueve una evaluacién del modelo sélida y
confiable, reduciendo significativamente el riesgo de sobreajuste y garantizando una capacidad de
generalizacion efectiva hacia datos no vistos. Este procedimiento subraya la importancia de preservar
la integridad del conjunto de datos de prueba, reservandolo Gnicamente para la evaluacién final del
modelo, con el fin de obtener una medida fidedigna de su desempefio en situaciones reales.

2.2.3. Clasificador Support Vector Machine (SVC)

El modelo de Méaquinas de Vectores de Soporte (SVM) es una herramienta poderosa y versatil
en el campo del aprendizaje automatico supervisado, aplicable tanto a tareas de regresion como de
clasificacion [19]. La eficacia de las SVM reside en su capacidad para trabajar en espacios de alta
dimensionalidad y en su flexibilidad para adaptarse a diferentes tipos de datos mediante la seleccién
de funciones kernel adecuadas. Estas funciones transforman el espacio de caracteristicas a uno de

mayor dimension donde es més facil lograr una separacion lineal entre las clases. Los kernels mas
5



comunes incluyen el lineal, polinomial, radial (RBF) y sigmoidal.

La implementacion practica de modelos SVM puede realizarse utilizando Scikit-learn, una de
las bibliotecas de Python méas populares en el &mbito del aprendizaje automatico. Dentro de Scikit-
learn, el modelo Support Vector Classifier (SVC) se basa en los principios de las SVM y ofrece una
interfaz conveniente para su aplicacion en problemas de clasificacion [20]. Una de las ventajas de
trabajar con SVC es la facil sintonizacion de hiperparametros, ya que sélo es necesario elegir factor
de regularizacion y un kernel apropiado, que pueden ser lineal, polinomial, radial o sigmoidal.

2.2.4. TabNet

TabNet es un innovador modelo de red neuronal desarrollado por Google Al, disefiado
especificamente para mejorar el rendimiento en el manejo de datos tabulares [21]. Datos de tipo
tabular son los mas comunes en el mundo digital [22]. A pesar de esto, modelos de DL enfocados en
datos tabulares han sido poco explorados. La estructura de TabNet se caracteriza por integrar un
transformador de caracteristicas, un transformador atento y una mascara de caracteristicas, como se
ilustra en la figura 2.2. Esta arquitectura facilita una representacion procesada que se divide mediante
un bloque separador, la cual es luego utilizada tanto por el transformador atento como para generar la
salida del modelo. Un aspecto distintivo de TabNet es la capacidad de la mascara para ofrecer insights
interpretables sobre el funcionamiento del modelo, permitiendo una agregacion de informacién para

identificar las caracteristicas mas significativas.

Step 1 Step 2
=TT TTm oo mm s ———m———o ittty ST
™y "
i : >t ..r T Output
I K i
I I 1
: I '
= - | - 1
Split l Split r Split !
| 1 1
1 I " i
Feature || Feature  |I! Feature |1
transformer | | transformer ||| ! transfermer ||! -
| I 1
I |I
| A I I a e !
: Attentive Mask :: Attentive Mask !
|| transformer I transformer !
: i [
. P !
I Agg. Agg.
Features T '
/, |\:.| )‘I
®

Figura 2. 2. Arquitectura general codificador TabNet
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La figura 2.3 desglosa el funcionamiento de los bloques transformadores. Se muestra un



ejemplo de un blogue transformador de caracteristicas, compuesto por una red de cuatro capas, donde
dos son comunes a todos los pasos de decision y las dos restantes son especificas de cada paso. Cada
capa incluye una capa completamente conectada (FC), normalizacion por lotes (BN) y la funcion de
activacion GLU, que introduce no linealidad. En cuanto al bloque transformador atento, se presenta
un mapeo de una sola capa modulado por informacion de escala previa, la cual indica la utilizacion
previa de cada caracteristica. El modelo emplea sparsemax para la normalizacién, resultando en una

seleccién enfocada de las caracteristicas mas relevantes.

Feature

Attentive
transformer

transformer

Shared across decision steps Decision step dependent f—1{)

:I li | [74]

o= O o J &

X Tx-'n.sl. T Vo5 Y05, (o g
I =

! :

________________________________________________

Figura 2. 3. Bloques de caracteristicas y atencion.

Los creadores de TabNet han reportado que este modelo supera en rendimiento a otros
enfoques convencionales. La innovadora estrategia de TabNet para la seleccion de caracteristicas,
junto con el uso de mecanismos de atencion, permite un aprendizaje mas eficaz de conjuntos de datos
complejos. Esto abre nuevas vias para aplicaciones de aprendizaje automatico en diversos campos. El
modelo se implementa utilizando la biblioteca PyTorch, destacando por su flexibilidad y eficiencia
en la configuracién de hiperparametros clave, detallados en la tabla 2.1. En resumen, TabNet
representa un avance significativo en el procesamiento de datos tabulares mediante aprendizaje

profundo.



Tabla 2. 1. Hiperparametros a sintonizar del modelo de aprendizaje profundo TabNet

Parametro Descripcion

Dimension de entrada  Dimensidon de los embedding de decision

Dimension de salida Dimension de los embedding de atencion, suele configurarse con el mismo valor

gue la dimension de entrada

Numero de pasos Este parametro define el nimero de pasos de decision o bloques gque se utilizan

para hacer sus predicciones.

Factor de relajacion Este parametro ayuda a controlar la cantidad de nuevas caracteristicas que se
(gamma) seleccionan en cada paso de decision.

Coeficiente de Este parametro controla la fuerza de la regularizacion aplicada al mecanismo de
dispersion atencion para fomentar la dispersion

2.2.5. AdaBoost

AdaBoost es un modelo de basado en arboles de decisiones [23]. Este método destaca por
transformar varios clasificadores débiles, es decir lo que apenas superan el rendimiento al azar, para
formar un clasificador fuerte. El entrenamiento es secuencial donde cada clasificador débil va
corrigiendo a sus predecesores para luego ser combinado mediante una votacion ponderada. La
metodologia de AdaBoost se inicia asignando un peso uniforme a todas las instancias en el conjunto
de datos de entrenamiento, lo que refleja la importancia de cada una en el proceso de aprendizaje. A
medida que el algoritmo avanza, estos pesos se ajustan para enfocar el aprendizaje en las instancias
mas dificiles de clasificar correctamente, lo que permite una mejora continua del modelo. Las etapas

clave en el funcionamiento de AdaBoost son:

e Inicializacion: AdaBoost comienza asignando pesos iguales a todas las instancias del conjunto de
entrenamiento. Estos pesos son utilizados para indicar la importancia de cada instancia durante el

entrenamiento del modelo. El funcionamiento general de Adaboost se puede separar en etapas:

e Entrenamiento: En cada iteracion, AdaBoost entrena un clasificador débil utilizando el conjunto
de entrenamiento ponderado actual. Despues del entrenamiento, el algoritmo evalua el desempefio

del clasificador en el conjunto de entrenamiento.

e Actualizacién de pesos: finalizada cada iteracién, se aumentan los pesos de las instancias mal
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clasificadas por el clasificador actual, de modo que, en la siguiente iteracion, el nuevo clasificador

débil se enfoque mas en los casos dificiles y trate de corregirlos.

e Combinacion de clasificadores: Cada clasificador débil se asigna a un peso en la votacion final
basado en su precision. Los clasificadores con mejor rendimiento tienen mas influencia en la
votacion final. Los pesos de votacion se calculan a partir del error de cada clasificador débil,

donde el error es la fraccion ponderada de clasificaciones incorrectas sobre el conjunto total.

e Resultado final: El proceso afiade clasificadores hasta alcanzar un nimero predeterminado de
iteraciones o hasta lograr una precision perfecta en el conjunto de entrenamiento. EI modelo final
hace predicciones basandose en la suma ponderada de las predicciones de todos los clasificadores

débiles.

Se utilizo la biblioteca AdaBoostClassifier de Scikit-learn. Los hiperparametros criticos a ajustar
incluyen el nimero de estimadores, que determina el nimero maximo de estimadores en los que se
detiene el proceso de boosting, y la tasa de aprendizaje, que influye en la contribucién de cada
clasificador en cada iteracion. EI nimero de estimadores regula la complejidad del modelo
combinado: un valor excesivamente alto puede causar sobreajuste. Por otro lado, la tasa de
aprendizaje equilibra la velocidad y precision del ajuste del modelo; una tasa demasiado baja puede
resultar en una convergencia lenta hacia la solucién optima, mientras que una tasa demasiado alta
puede sobrepasar el minimo dptimo. La seleccion cuidadosa de estos hiperparametros es crucial para
optimizar el rendimiento del modelo AdaBoost, equilibrando asi la precision y la generalizacion del

modelo.

2.2.6. Métricas de evaluacion

Las métricas de desempefio juegan un papel crucial en la evaluacion de clasificadores. Se
centran particularmente en el analisis de la matriz de confusidn, presentada en la Tabla 2.2, que
categoriza los resultados de la clasificacion en correctos e incorrectos. Esta matriz compila las
mediciones esenciales para una evaluacion exhaustiva del rendimiento del proceso de clasificacion.

Se examinaran cinco métricas principales, que son:



Tabla 2. 2. Matriz de confusién

Prediccion

Positivo Negativo

Positivo | Verdadero positivo (TP) Falso negativo
(FN)
Negativo Falso positivo (FP) Verdadero

Real

negativo (TN)

Exactitud (accuracy): es la fraccion de predicciones correctas entre el nimero total de casos
analizados. Permite conocer una medida general de la cantidad de predicciones correctas

hechas por el modelo. Esta métrica es especialmente Util cuando existe un balance de clases.

TP+TN

Exactitud = ———
TP+FP+FN+TN

[Ec. 2]

Area bajo la curva de caracteristicas operativas del receptor (AUC): es una métrica que
permite evaluar el rendimiento de un modelo de clasificacion calculando el &rea bajo la curva
ROC. Esta curva se traza en un plano que tiene la tasa de verdaderos positivos (sensibilidad)
en el eje Y frente a la tasa de falsos positivos (1-especificidad) en el eje X para diferentes
puntos de corte o umbrales de decision. Esta métrica proporciona una medida agregada del
rendimiento en todos los umbrales de clasificacion, y su valor varia de 0 a 1. Un AUC de 1
indica un modelo perfecto que clasifica correctamente todas las instancias positivas y

negativas. Un AUC de 0.5 sugiere un rendimiento equivalente al azar.

Precision: La precision es la fraccion de predicciones positivas que fueron correctas. Se centra
en la calidad de las predicciones positivas del modelo. Se calcula como el numero de
verdaderos positivos dividido por la suma de los verdaderos positivos y los falsos positivos.

Se calcula de la siguiente manera:

TP
TP+FP

Precision = [Ec. 3]
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2.2.1.

Sensibilidad (Recall): La sensibilidad mide la capacidad del modelo para identificar de manera
correcta todas las instancias importantes, es decir, la fraccion de los verdaderos positivos
identificados del total de casos positivos reales. Esta medida es de mucha utilidad donde no

reconocer valores positivos tiene consecuencias graves. Se calcula de la siguiente manera:

TP
TP+FN

Sensibilidad = [Ec. 4]

Puntaje F1 (F1-score): es la media armdnica de la precision y la sensibilidad. Es una medida
que combina estas dos métricas en un solo nimero, siendo Util cuando se necesita un balance

entre estas dos métricas. Esta se calcula de la siguiente manera:

Fl=2x PrecisionxXRecall [EC. 5]

(Precision+Recall)

Perdida logaritmica (Log loss)

Esta es una métrica de evaluacién para modelos de clasificacion que se basa en la entropia

cruzada. Mide la diferencia de distribucion de probabilidad real de las clases y la distribucion de

probabilidad predicha por el modelo y esta en el rango entre 0y 1. Esta métrica de perdida es relevante

en modelos de clasificacion binaria ya que esta castiga prediccion seguras y equivocadas, 1o que ayuda

a identificar si el modelo estad demasiado confiado en sus decisiones incorrectas. Otra razon por la que

es til utilizar perdida logaritmica es que permite comparar distintos modelos. Para un problema de

clasificacion binaria se calcula de la siguiente manera:

Perdida logaritmica = —(y - log(p) + (1 —y) - log(1 —p)) [Ec. 6]

Donde:
y es la etiqueta verdadera (0 o 1).

p es la probabilidad predicha para la clase con etiqueta 1.
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3. Metodologia

Para la implementacion del modelo de clasificacion de fraude, se desarrollard una metodologia
detallada en la Figura 3.1. El proceso comienza con la adquisicion del set de datos de acceso publico,
que consta de cuatro conjuntos distintos. Estos se unificaran en un Gnico dataset basado en
caracteristicas comunes, lo que permitira un analisis uniforme.

La siguiente fase involucra un analisis exploratorio de datos. Este analisis es fundamental para
obtener un entendimiento profundo del conjunto de datos, permitiendo identificar su distribucion,
detectar valores atipicos y comprender las interacciones entre diferentes variables. Este paso es crucial
para guiar las decisiones del proyecto.

A continuacion, se realiza la ingenieria de caracteristicas. Este proceso incluye la reduccion de
la dimensionalidad que puede llevar a un sobreajuste del modelo con el set de entrenamiento,
resultando en un rendimiento deficiente en el set de prueba[24]. La ingenieria de caracteristicas
también puede incluir la seleccion de caracteristicas relevantes, transformaciones de variables, y la
creacion de nuevas caracteristicas que pueden mejorar la capacidad predictiva del modelo.

El siguiente paso es el entrenamiento de tres modelos de clasificacion diferentes. Sus
hiperpardmetros seran sintonizados para maximizar su desempefio. La sintonizacion de
hiperparametros se realiza a través del método blsqueda en cuadricula (gridsearch) con validacion
cruzada, con el objetivo de encontrar la configuracion 6ptima que ofrezca los mejores resultados.

Finalmente, se evaluaran los modelos utilizando métricas de desempefio. Métricas relevantes
como la exactitud, precision, la sensibilidad, el puntaje F1 y el area bajo la curva ROC (AUC-ROC).
Estas métricas proporcionaran una vision detallada del rendimiento de cada modelo, permitiendo
identificar el mas efectivo para la deteccion de fraude.

Esta metodologia garantiza un enfoque sistematico y riguroso para la clasificacion de fraudes,

asegurando que el modelo final sea robusto, preciso y capaz de generalizar bien a nuevos datos.

Base de Datos

Unificada en Base
a 'ProvideriD’

Preprocesado

Imputar valores
nulos
Codificar variables
categoricas

Ingenieria de
Caracteristicas

Ganancia Mutua de
Informacion

Modelos de
Clasificacion

AdaBoost
TabNet
SVM
Sintonizacion de
Parametros

Figura 3. 1. Modelo propuesto
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3.1. Descripcion de set de datos

El conjunto de datos utilizado es de tipo tabular de codigo abierto relacionado a proveedores
fraudulentos asociados al servicio de Medicare. El set fue obtenido de un repositorio de Kaggle [25].
Este set de datos consiste en 4 subsets.
3.1.1. Pacientes hospitalizados

Este set contiene informacion relacionada a los pacientes que requerian hospitalizacién. En total
son 40.473 muestras y 30 caracteristicas que corresponden a reclamos. Algunas de las caracteristicas
principales se pueden apreciar en la tabla 3.1.

Tabla 3. 1. Caracteristicas principales del set de datos de pacientes hospitalizados

Caracteristica Descripcion

BenelD Cadigo unico relacionado al benefactor

ClaimiD Cadigo unico relacionado al reclamo

Provider Proveedor a cargo del servicio

AttendingPhysician Doctor a cargo de la atencion

OperatingPhysician Doctor a cargo de la operacion

OtherPhysician Otro doctor, en caso de ser necesario

ClmDiagnosisCode_1 Primer cddigo de diagndstico, este cumple con el formato de ICD-9, que esta

bajo el estatuto de la organizacién mundial de la salud. Por reclamo puede

haber hasta 10 diagndsticos posibles

ClmProcedureCode_1 Primer cddigo de procedimiento, este cumple con el formato de ICD-9. Por

reclamo puede haber hasta 6 procedimiento realizados

DeductibleAmtPaid Monto pagado relacionado al deducible

InscClaimAmtReimbursed Monto reembolsado por el seguro

AdmissionDt/ Fechas de admision y liberacion.

DischargeDt

3.1.2. Pacientes no hospitalizados

Este conjunto de datos incluye informacion sobre pacientes que no requirieron hospitalizacion.
Consta de 517,737 registros y 27 caracteristicas distintas, todas ellas relacionadas con reclamaciones
médicas. Las caracteristicas principales son consistentes con las de los datos de pacientes

hospitalizados, con la principal diferencia de que, dado que no se incluyen datos sobre fechas de
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admision y liberacion. Esta consistencia en las caracteristicas permite realizar comparaciones y
analisis integrados entre pacientes hospitalizados y no hospitalizados.
3.1.3. Datos de beneficiario

Este conjunto de datos contiene informacidn personal detallada de los pacientes, abarcando un
total de 138,556 registros con 25 caracteristicas distintas. Es importante destacar que el nimero total
de registros de pacientes hospitalizados y no hospitalizados excede la cantidad de registros en este
conjunto de datos. Esto se debe a que algunos pacientes pueden haber requerido maltiples atenciones
médicas, lo que implica que un solo paciente puede estar asociado a varios registros de atencién

médica, aunque solo aparezca una vez en el conjunto de datos de informacion personal.

Tabla 3. 2. Caracteristicas principales del set de datos de beneficiarios

Caracteristica Descripcion

BenelD Cadigo unico relacionado al benefactor

DOB/DOD Fecha de nacimiento y de defuncion

Gender Genero del paciente

Race Raza del paciente

ChronicCond_Alzheimer Presencia de condicion crénica, en este caso de alzheimer

IPAnnualReimbursementAmt  Monto anual reembolsado por hospitalizacion

IPAnnualDeductibleAmt Monto anual relacionado al deducible por hospitalizacién

OPAnnualReimbursementAmt  Monto anual reembolsado por no hospitalizacion

OPAnnualDeductibleAmt] Monto anual relacionado al deducible por no hospitalizacion

3.1.4. Datos de proveedores

Este conjunto de datos incluye informacion especifica sobre el fraude asociado con los
proveedores de servicios de salud. Cada proveedor esta etiquetado como fraudulento o no fraudulento,
y todos los reclamos vinculados a ese proveedor se etiquetan de acuerdo con esta clasificacion.

Para consolidar la informacion dispersa en los distintos conjuntos de datos mencionados, se
realiz6 un proceso de unificacion ilustrado en la Figura 3.2. Primero, los conjuntos de datos de
pacientes hospitalizados y no hospitalizados se fusionaron en base a dos caracteristicas comunes: el
identificador del beneficiario (BenelD) y el identificador del proveedor (ProviderID). Este conjunto
fusionado se combiné después con el conjunto de datos de beneficiarios utilizando el identificador

del beneficiario como clave de union. Por ultimo, se integro la informacion del conjunto de datos de
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proveedores usando el identificador unico de proveedores como referencia.
El resultado de este meticuloso proceso de unificacion es un conjunto de datos integral con

558,221 registros y abarca 56 caracteristicas distintas.

e

Pacientes
Hospitalizados
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Pacientes No

Hospitalizados
~—

\

Base de Datos

) Unificada en Base

a 'ProvideriD’
Datos de

Beneficiarios

~——

——

Datos de
Proveedores

—

\

~_

Figura 3. 2. Proceso de union de los sets de datos

3.2. Preprocesado
En esta fase, se realizd una evaluacion exhaustiva para identificar y abordar diversas
irregularidades presentes en los conjuntos de datos. La presencia de ruido en los datos puede tener un
impacto significativo en la eficacia de los modelos de aprendizaje automatico que se entrenaran
posteriormente. Los principales tipos de ruido identificados en esta etapa incluyen:
e Valores faltantes: Se detectd una cantidad considerable de datos faltantes en varias
caracteristicas, particularmente en los cddigos de procedimiento y diagnostico, donde hasta el
99% de los datos estaban ausentes. Este patron sugiere que en muchos casos no se llevaron a
cabo procedimientos, lo que requiere un tratamiento cuidadoso de estos valores faltantes para
evitar sesgos en el modelo.
e Caodificacion de etiquetas: implica asignar un valor numérico especifico a cada categoria Unica
dentro de una variable no numérica. Este proceso simplifica la manipulacion y analisis de los
datos en etapas subsecuentes del modelado.

e Etiquetas erroneas: Las inconsistencias en las etiquetas pueden llevar a entrenar modelos con
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informacidn incorrecta. Se revisaron las etiquetas para corregir errores y garantizar la

precision de la clasificacion.

En el set se encontrd un gran nimero de valores faltantes, en caracteristicas como los codigos
de procedimiento y diagnostico se encontraron hasta un 99% de datos faltantes. Esto indica que en
€s0s casos no se realizaron procedimientos. En estas caracteristicas también se encontraron datos no
numeéricos, esto se debe a los cddigos respectivos a la norma ICD-9. La estrategia adoptada fue la
codificacion de etiquetas, asignando un valor numérico a cada cddigo Unico segun la clasificacion
ICD-9. Esta técnica permite transformar atributos categéricos en formatos numéricos adecuados para
el analisis y modelado computacional. Para caracteristicas numéricas, los valores faltantes se
reemplazaron por ceros.

Ademas, se llevo a cabo la estandarizacion de las caracteristicas numéricas, como los montos
deducibles y los reembolsos, que se encontraban en escalas variadas. Aplicando una estandarizacion
z, se ajustaron los datos para tener una media de cero y una desviacion estandar de uno. Aungue los
modelos pueden tener un rendimiento similar sin esta estandarizacion, se considera una practica
recomendada para facilitar el aprendizaje y mejorar la interpretacion de los resultados en modelos de

clasificacion.[26].

3.3. Ingenieria de caracteristicas

La etapa de ingenieria de caracteristicas es un componente esencial en el desarrollo de modelos
de inteligencia artificial, ya que implica la transformacion y seleccién meticulosa de variables para
mejorar la efectividad y el rendimiento del modelo. A través de este proceso, se pueden crear nuevas
caracteristicas que enriquecen el conjunto de datos original con informacion valiosa, o eliminar
aquellas que aportan poco y son redundantes, optimizando asi la dimensionalidad de los datos y
mitigando el riesgo de sobreajuste.

Particularmente en contextos criticos como el médico y econdmico, donde las decisiones basadas
en los modelos pueden tener consecuencias significativas, la interpretabilidad del modelo adquiere
una importancia primordial. La claridad en como las caracteristicas influyen en las predicciones del
modelo facilita la toma de decisiones informadas.

El analisis inicial se centrd en identificar oportunidades para agregar, transformar o eliminar
caracteristicas, con especial atencion en aquellas de naturaleza financiera, dada la relevancia del

fraude en este ambito. Ademas, se exploro la relacion entre los doctores y los reclamos para descubrir
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patrones o indicadores potenciales de fraude. Esto llevé a la introduccion de nuevas variables que
representan, por ejemplo, el promedio de variables numéricas significativas asociadas a cada
identificador Unico de los proveedores o doctores involucrados.

En la préctica, se generaron 105 nuevas variables, ampliando el conjunto de datos a un total de
171 caracteristicas distintas. Este enriquecimiento del conjunto de datos no solo mejora la capacidad
del modelo para detectar patrones complejos y sutiles asociados con el fraude, sino que también
contribuye a una mejor interpretacion de los resultados, apoyando asi la toma de decisiones basada
en evidencia. Se hace un promedio de cada una de las variables numéricas asociadas a caracteristicas
relevantes como BenelD, AttendingPhysician, entre otras. La Figura 3.3 ilustra esta relacion entre

caracteristicas y como se integran en el analisis.

Niveles Variable Numerica

BenelD

AttendingPhysician InscClaimAmtReimbursed

DeductibleAmtPaid

OperatingPhysician

OtherPhysician - IPAnnualReimbursementAmt
Promedio
IPAnnualDeductibleAmt

DiagnosisGroupCode

ClmAdmitDiagnosisCode OPAnnualReimbursementAmt

ChiProcethrsCotlelis OPAnnualDeductibleAmt]

ClmDiagnosisCodel-6 Adm_duration

Figura 3. 3. Diagrama de relacion de nuevas caracteristicas

Después de seleccionar el conjunto de datos adecuado para el analisis, se aplicé la medida de
informacion mutua para evaluar la dependencia entre las caracteristicas del conjunto de datos y la
variable objetivo, que en este caso es la deteccion de fraude. La validacion cruzada se emple6 como

herramienta para asegurar la consistencia de los resultados obtenidos de este analisis.
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Los resultados revelaron que las caracteristicas relacionadas con los doctores encargados de
los pacientes eran las que presentaban una mayor influencia en la identificacion fraude. Este hallazgo
subraya la importancia del papel que juegan los profesionales médicos en el contexto del fraude en
los servicios de salud. La Tabla 3.3 muestra en detalle las caracteristicas que demostraron un
desempefio sobresaliente en este analisis.

El impacto significativo de estas caracteristicas sugiere que los patrones de conducta o las

practicas de los doctores pueden ser indicadores criticos de posibles actividades fraudulentas.

Tabla 3. 3. Caracteristicas con mayor relacion con la variable objetivo

Caracteristica Informacion Mutua
PerAttendingPhysicianAvg/OPAnnualReimbursementAmt  0,176508
PerAttendingPhysicianAvg/InscClaimAmtReimbursed 0,176094
AttendingPhysician 0,169101
PerAttendingPhysicianAvg/IPAnnualReimbursementAmt  0,167862
PerAttendingPhysicianAvg/IPAnnualDeductibleAmt 0,167096
PerAttendingPhysicianAvg/OPAnnual DeductibleAmt 0,164858
PerAttendingPhysicianAvg/DeductibleAmtPaid 0,163505
OtherPhysician 0,044973
PerOtherPhysicianAvg/Claim_Duration 0,043373

3.4. Modelos de clasificacion
3.4.1. Seleccion de subset a utilizar

Para evaluar los modelos, se tomé el conjunto de datos definido antes y se procedio a evaluarlos
con los clasificadores en sus configuraciones predeterminadas, sin sintonizar hiperparametros. Este
paso es fundamental para comprender como varia el desempefio de los modelos al trabajar con
distintos subconjuntos de datos. Es importante mencionar que, como se ha sefialado anteriormente,
una alta dimensionalidad en el conjunto de datos puede llevar a un fendmeno de sobreajuste. Por eso,
se decidio trabajar con subconjuntos con un numero variable de caracteristicas seleccionadas segun
su importancia determinada por el ranking de informacion mutua.

Para seleccionar un numero adecuado de caracteristicas para construir los clasificadores se
comparo el desempefio de clasificadores utilizando los top 10, 50 y 100 caracteristicas. Los resultados

de esta evaluacion inicial revelaron que el desempefio mejora al utilizar las 10 caracteristicas mas
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relevantes. Este hallazgo es evidenciado en la figura 3.4, donde se observa una ligera ventaja en el
desempefio en todas las métricas relevantes al utilizar el clasificador SVC. Por otro lado, en el caso
de TabNet, se destaco en dos métricas especificas, mientras que en las demas, sus resultados fueron
comparables a los obtenidos con el conjunto reducido de caracteristicas.

Este analisis sugiere que la seleccidn cuidadosa de caracteristicas basadas en su relevancia puede
influir en la eficacia de los modelos de clasificacion, optimizando asi el rendimiento y mitigando el

riesgo de sobreajuste.
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Figura 3. 4. Métricas de desempefio para distintos subsets

La cantidad de muestras se ajustd de 558.221 a 10.000, en linea con la estrategia de concentrar el
analisis en las 10 caracteristicas mas influyentes identificadas. Segun las recomendaciones de buenas practicas
en modelado estadistico, se sugiere emplear un nimero de muestras que sea al menos 10 veces mayor al nimero
de caracteristicas evaluadas [27]. Para llevar a cabo el muestreo aleatorio, se preservé la proporcion original
entre casos de fraude y no fraude, que es del 62% y 38%, respectivamente. Este enfoque garantiza que el
subconjunto de datos mantenga la representatividad del conjunto original, permitiendo que los hallazgos y
modelos desarrollados reflejen de manera precisa las tendencias y patrones inherentes al conjunto de datos
completo. De esta manera, la estrategia de reduccién de muestras contribuye a mantener un equilibrio entre la
riqueza informativa de los datos y la eficiencia del proceso de modelado, evitando el riesgo de sobreajuste y
promoviendo una generalizacion efectiva en las predicciones del modelo.

Posteriormente, el conjunto de datos se dividid en dos segmentos: un 70% destinado al
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entrenamiento y el otro 30% reservado exclusivamente para pruebas. Este ultimo conjunto de prueba
se utilizara al final del proyecto, asegurando que la evaluacién final del modelo se haga en datos
nuevos y no vistos durante el entrenamiento. Este enfoque es fundamental para evitar cualquier sesgo
en la evaluacion del modelo y garantizar una estimacion fiable de su capacidad para generalizar a
nuevos datos.
3.4.2. Sintonizacion de hiperparametros

La fase de ajuste de hiperparametros es un paso critico en el desarrollo de modelos de machine
learning, ya que los valores seleccionados pueden tener un impacto significativo en el rendimiento
del modelo. Para el Support Vector Classifier (SVC), los hiperparametros clave incluyen el tipo de
kernel y el hiperpardmetro de regularizacion (C). Si se opta por un kernel no lineal, como base radial,
polinomial o sigmoidal, un hiperparametro adicional, gamma, se vuelve relevante y requiere
sintonizacion. Para abordar esto, se utiliza un enfoque sistematico empleando un diccionario de
posibles valores para estos hiperparametros junto con la funcion GridSearchCV, que realiza una
busqueda exhaustiva a través de las combinaciones de hiperpardmetros especificadas, utilizando la
validacion cruzada para evaluar el desempefio de cada configuracion. En este caso se utilizé k-folds
con k=5, esto es para no aumentar de sobremanera el costo computacional manteniendo una relacion
adecuada entre entrenamiento y validacion.

Adaboost, por otro lado, se centra en dos hiperparametros: el nimero de estimadores y la tasa
de aprendizaje. Estos determinan, respectivamente, el nimero maximo de iteraciones del proceso de
boosting antes de que se detenga y la contribucion de cada clasificador al modelo final.

TabNet, siendo un modelo mas complejo con una estructura de red neuronal profunda disefiada
especificamente para datos tabulares, ofrece un espectro mas amplio de hiperparametros para ajustar,
reflejando su arquitectura y mecanismos de aprendizaje Unicos. La tabla 2.1 presenta una lista
detallada de estos hiperpardmetros, incluyendo dimensiones de entrada y salida, niUmero de pasos de
decision, factores de relajacion, y mas, todos los cuales influyen en como TabNet aprende de los datos
y toma decisiones.

La sintonizacion exhaustiva de estos hiperparametros a través de métodos como GridSearchCV
para SVC y Adaboost, y un enfoque mas personalizado para TabNet debido a su complejidad, culmina
en la seleccién de configuraciones Optimas que mejoran el rendimiento de cada modelo. Los
resultados de este proceso de ajuste se resumen en la tabla 3.4, donde se comparan las configuraciones

finales y su efectividad.
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Tabla 3. 4. Hiperparametros sintonizados para los distintos clasificadores

Modelo  Hiperparametro Valor
Kernel ‘rbf’
SVC Parametro regularizacién (C) 100
Coeficiente kernel (gamma) 0,1
AdaBoost Numero estimadores (n_estimators) 400
Tasa aprendizaje (learning_rate) 1,0
Dimension de entrada(n_d) 128
Dimension de salida (n_a) 32
TabNet Numero de pasos(n_steps) 1
Factor de relajacion (gamma) 1,0

Coeficiente de dispersion (lambda_sparse) 0,001

3.4.3. Entrenamiento de modelo

Con los hiperparametros ya sintonizados, se procede a entrenar los modelos que es la Gltima
etapa antes de evaluar rendimiento. Se utilizara el set de prueba que no ha sido utilizado a lo largo del
proceso. Este corresponde al 30% del set original asegurando que la evaluacion del modelo se realice
en muestras no vistas, lo que proporciona una medida fiable de su capacidad para generalizar a nuevos
datos. En el capitulo siguiente se dedicara a un analisis detallado de las métricas de rendimiento y los
errores asociados a cada clasificador. Esta evaluacion permitira determinar la eficacia de cada modelo
en la tarea de clasificacion, identificando sus fortalezas y debilidades en el contexto especifico de la
deteccion de fraude en servicios de salud.
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4. Resultados

Para evaluar la calidad de los clasificadores es necesario analizar sus métricas con

hiperparametros sintonizados y no sintonizados.

4.1. SVC

Es esencial analizar el rendimiento del SVC con hiperparametros tanto optimizados como no
optimizados, ademas de examinar el error en cada division del conjunto de datos. Esto permitira
evaluar el comportamiento del modelo con los conjuntos de entrenamiento y prueba, identificando
posibles casos de sobreajuste, subajuste o un desempefio adecuado.

En la figura 4.1, se presentan las métricas obtenidas, donde se observa una ligera mejora en
todas las métricas. Este cambio marginal era esperado en este clasificador, dado el nimero limitado
de hiperparametros disponibles para ajustar sacrificando costo computacional permite obtener

mejores resultados.
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Figura 4. 1. Métricas de modelo SVC con hiperparametros sintonizados y no sintonizados.
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Al analizar el factor de perdida logaritmica en la figura 4.2, correspondiente a diferentes
tamafos del conjunto de datos, se nota que el error tiende a estabilizarse a medida que aumenta el
tamario del conjunto. En los conjuntos de datos mas pequefios, se observa una variabilidad mayor en
la pérdida, lo que puede ser indicativo de sobreajuste. Este analisis subraya la importancia del tamafio
del conjunto de datos en el entrenamiento del modelo y destaca la necesidad de equilibrar la
complejidad del modelo y la adecuacion de los datos para evitar el sobreajuste y asegurar un

rendimiento robusto del modelo.

Perdida Logaritmica vs Tamano del Conjunto de Entrenamiento para SVYC

Entrenamiento
Prueba

Perdida Logaritmica

0.1 0z 03 04 0.5 06 o7 0.8 09
Tamano del Conjunto de Entrenamiento

Figura 4. 2. Perdida versus tamafio del conjunto de entrenamiento en el clasificador SVC

4.2. AdaBoost
Al examinar las métricas presentadas en la figura 4.3, se destacan cambios significativos en
las métricas de sensibilidad y puntaje f1 de 6 y 3 centésimas respectivamente. Estos cambios se
atribuyen al mayor impacto que tienen los hiperparametros en AdaBoost, lo cual induce
variaciones mas marcadas en su desempefio. Se observa un ligero cambio en AUC, mientras que
el exactitud y precision permanecen practicamente inalterados.

AdaBoost muestra una particular susceptibilidad al sobreajuste, especialmente porque su
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hiperparametro mas crucial, el nimero de aprendices débiles (estimadores), puede incrementarse
para optimizar el rendimiento, lo cual incrementa la complejidad del modelo. Sin embargo,
muchos estimadores hacen que el modelo se ajuste demasiado a los datos de entrenamiento, por

lo que se tomd precaucion para no seleccionar un nimero demasiado elevado de estos.
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Figura 4. 3. Métricas de modelo AdaBoost con hiperparametros sintonizados y no sintonizados

Al analizar el factor de perdida logaritmica en la figura 4.4 para diferentes tamafios del
conjunto de datos, se observa que el error tiende a estabilizarse a medida que aumenta el tamafio del
conjunto. Esto sugiere un ajuste adecuado del modelo al conjunto de datos. El punto 6ptimo parece
ser al usar el 60% de los datos; mas alla de este punto, el incremento en la cantidad de datos no mejora
significativamente el desempefio del modelo, lo que lleva a una estabilizacion del error tanto para los
datos de entrenamiento como para los de prueba. Esta estabilizacion del error indica que el modelo
es capaz de generalizar bien y manejar nuevos datos de manera efectiva, minimizando el riesgo de

sobreajuste.
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Perdida Logaritmica vs Tamano del Conjunto de Entrenamiento para AdaBoost
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Figura 4. 4. Perdida versus tamafio del conjunto de entrenamiento en AdaBoost

4.3. TabNet

Al examinar las métricas presentadas en la figura 4.5, se observan mejoras significativas en
todas las métricas evaluadas. Este resultado subraya la dependencia critica de TabNet, un modelo de
aprendizaje profundo, de sus hiperparametros para un rendimiento 6ptimo. La sintonizacion de estos
hiperparametros es un proceso complejo y desafiante, dado el amplio abanico de posibles
combinaciones y el elevado costo computacional que implica explorarlas todas exhaustivamente para

encontrar la configuracion dptima.
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Figura 4. 5. Métricas de modelo de modelo TabNet con hiperpardmetros sintonizados y no sintonizados.

En contraste con los modelos anteriores, el analisis del error en TabNet se realiza en funcion de
las épocas de entrenamiento (epoch), en lugar de variar el tamafio del conjunto de datos. Una "época"
se define como un ciclo completo de entrenamiento utilizando todos los datos disponibles en el
conjunto. Segun se detalla en la figura 4.6, el error a lo largo de las épocas muestra una convergencia
rapida, estabilizandose después de la catorceava época. Esta estabilizacion es indicativa de un ajuste
adecuado del modelo, evidenciado por la convergencia y estabilidad subsiguiente de las curvas de
error. La estabilidad de estas curvas sugiere que el modelo es capaz de generalizar efectivamente,
adaptandose a nuevos datos sin incurrir en sobreajuste.

La implementacion de una estrategia de detencién temprana ayuda a evitar el sobreajuste,
deteniendo el entrenamiento cuando se ve que el modelo ya no mejora significativamente su
desempefio en un conjunto de validacion.

En resumen, el andlisis de las métricas y el comportamiento del error a lo largo del entrenamiento
para TabNet resalta la importancia de una cuidadosa seleccién y ajuste de hiperparametros en modelos

de aprendizaje profundo. Ademas, demuestra la efectividad de estrategias como la detencion temprana
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para mantener la capacidad de generalizacion del modelo, asegurando que este brinde un desempefio

robusto y confiable.

Perdida Logaritmica vs epoch en TabMNet

072
Entrenamiento
Prueba
070
!
1

068 [\
m
o
E
= 0BG
=]
=] \
=l |I
B
5 064
5
o

062

060

N

25 5.0 75 10.0 12.5 15.0 17.5 200
Epoch

Figura 4. 6. Pérdida versus etapas de entrenamiento con hiperparametros sintonizados

4.4. Resumen de resultados

La figura 4.7 muestra un andlisis comparativo del rendimiento entre los tres modelos
estudiados, destacando el desempefio de TabNet en términos de exactitud y precision, con valores de
0.68 y 0.59, respectivamente. Por otro lado, AdaBoost resalta en las métricas de AUROC y el puntaje
F1,con valires de 0,70 y 0,57 respectivamente. SVC por su parte, destaca en la métrica de sensibilidad,
con un valor de 0.62. Esto sugiere un desemperfio general equilibrado en los tres clasificadores. Como
el objetivo principal es detectar fraudes, SVC emerge como el candidato mas prometedor, lo que
indica su habilidad para identificar correctamente los casos positivos de fraude. La tabla 4.1 resume
los resultados, destacando en negrita los desemperfios superiores. Este analisis subraya la importancia
de seleccionar el modelo adecuado segun el objetivo especifico del proyecto. Aunque la precision y
la exactitud son importantes, en contextos donde la deteccion de casos positivos es critica, la

sensibilidad se convierte en una métrica clave.
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Figura 4. 7. Métricas de los tres modelos con hiperparametros sintonizados

Tabla 4. 1. Métricas de los tres modelos con hiperparametros sintonizados y no sintonizados.

Modelo Exactitud Precision Sensibilidad Puntaje F1 AUC
SVC 0,58 0,46 0,61 0,52 0,62
SVC Sintonizado 0,6 0,47 0,62 0,54 0,64
AdaBoost 0,65 0,54 0,55 0,54 0,68
AdaBoost Sintonizado 0,66 0,54 0,61 0,57 0,7
TabNet 0,66 0,56 0,38 0,46 0,64
TabNet Sintonizado 0,68 0,59 0,49 0,53 0,67
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5. Conclusiones

5.1. Discusion
5.1.1. Datos utilizados

El estudio se baso en datos de cddigo abierto actualizados hasta el afio 2009, derivado de las
complejidades inherentes a la adquisicion de datos més recientes de Medicare, tales como la necesidad
de autorizacion y largos procesos de aprobacion por parte de los proveedores de servicios de salud.
La obtencion de datos en Chile, donde el sistema de salud se divide entre servicios publicos y
privados, enfrenta desafios similares, incluyendo procedimientos de acreditacion minuciosos,
preocupaciones sobre la confidencialidad y privacidad de los pacientes, y la digitalizacion insuficiente
de los registros médicos.

5.1.2. Resultados

La evaluacion comparativa de los tres modelos revelé un desempefio generalmente homogéneo
entre ellos. Esta constatacion alinea con la literatura existente y la practica comdn en proyectos de
inteligencia artificial (1A), donde estos modelos son renombrados por su versatilidad y eficacia en
una amplia gama de tareas de clasificacion. Sin embargo, es fundamental destacar que el "mejor
modelo™ es una nocion relativa, determinada intrinsecamente por las especificidades y requisitos
Unicos del problema en cuestion. En este estudio, enfocado en la deteccion de fraude en servicios
médicos, el modelo SVM demostré ser excepcionalmente competente en identificar de manera precisa
los casos de fraude, marcandolo como el candidato 6ptimo para esta aplicacion especifica.

La implementacion de la validacion cruzada en la sintonizacion de hiperparametros jugd un
papel pivotal en la optimizacion de la robustez de los modelos. Este método de evaluacion riguroso
asegura que los modelos no solo se ajusten a los datos con los que fueron entrenados, sino que también
mantengan un alto grado de generalizacion cuando se enfrentan a datos nuevos y no vistos. Esta
capacidad de generalizacién es crucial para el despliegue efectivo de sistemas de IA en entornos
reales, donde la variabilidad y la incertidumbre de los datos son la norma.

5.2. Trabajos futuros

Durante el desarrollo de este proyecto, se identificaron varias areas susceptibles de mejora o
ampliacion. En primer lugar, la adquisicion de datos mas recientes ya sea relacionados con Medicare
o con informacion del Ministerio de Salud de Chile, potencia la relevancia de los resultados al abordar
desafios actuales en la deteccion de fraude. Ademas, la creacion de un sistema en linea que permita
detectar fraudes en tiempo real o en intervalos cortos puede representar un avance significativo en la
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lucha contra esta problematica.

La aplicacion de modelos méas complejos, como las redes neuronales basadas en grafos o modelos
embebidos, aprovechar los ultimos avances tecnoldgicos y arquitecturas de inteligencia artificial. La
creciente inversion de grandes empresas en IA subraya la importancia de mejorar la efectividad y
optimizacion de estos modelos para obtener resultados superiores.

Otro aspecto interesante es realizar un analisis mas detallado del conjunto de datos disponible.
Los cédigos de procedimiento y diagnostico presentes en los datos ofrecen una oportunidad Unica
para agrupar la informacion basdndose en su similitud y desarrollar un nuevo modelo que se beneficie
de estos insights. Este enfoque puede revelar patrones y conexiones previamente no detectados,
contribuyendo a una comprensién mas profunda del fraude en el ambito de la salud y a la creacion de
soluciones més efectivas.

A pesar de los resultados prometedores obtenidos, es importante reconocer que siempre existe
margen para la mejora mediante una sintonizacion mas profunda y exhaustiva de los hiperparametros.
Sin embargo, esta tarea es notoriamente demandante desde el punto de vista computacional,
requiriendo extensos recursos Yy tiempo. Es esencial considerar el equilibrio entre la complejidad del
modelo y la interpretabilidad; modelos excesivamente complejos pueden ser dificiles de analizar y
comprender, lo cual es un aspecto critico en aplicaciones sensibles como la deteccion de fraude en

servicios médicos.
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Resumen (méaximo 200 palabras)

El fraude en la salud es un tema muy relevante hoy. El fraude en seguros médicos en Estados
Unidos (Medicare) causa pérdidas superiores a los miles de millones de délares por afio.

Esta memoria de titulo estd enfocada en atacar este problema utilizando datos tabulares de
codigo abierto que contienen la informacion de pacientes registrados en el programa federal de
seguro médico Medicare con el proveedor de salud respectivo asignado a cada paciente. En total se
utilizé informacion de 558.211 pacientes. Primero, se realizd un andlisis exploratorio de los datos
para procesarlos seguido de una ingenieria de caracteristicas. Posteriormente se hizo una
sintonizacion de hiperparametros con validacion cruzada para asegurar la robustez de los
parametros seleccionados. Paralelamente, se evalud el error de cada clasificador para monitorear el
rendimiento de los modelos. Finalmente, se entrenaron y evaluaron tres clasificadores (AdaBoost,
Support Vector Machine (SVM) y TabNet), con el objetivo de clasificar los ejemplos del set de
datos en las clases “fraude” y “no fraude”. En términos de sensibilidad, el mejor clasificador fue
SVM (sensibilidad=0.62), seguido por AdaBoost (sensibilidad = 0.61). Por otro lado, en términos
de area bajo la curva de operacion, el clasificador que presento los mejores resultados fue AdaBoost

con un puntaje de 0.7.
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