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Resumen

Los algoritmos de clasificacion de textos, los cuales sirven de apoyo a los procesos
de toma de decisiones clinicas, requieren costosos ejemplos de entrenamiento
etiquetados por profesionales especializados. El aprendizaje activo (AL) busca
disminuir ese costo al reducir el nimero de textos etiquetados que se requieren
para lograr un determinado desempeno en los algoritmos de clasificacion. Si bien
el AL ha sido estudiado en algoritmos de clasificacion lineales y probabilisticos, y
recientemente, en algoritmos basados en redes neuronales profundas (DNNs), no
ha sido estudiado en algoritmos de clasificacion basados en expresiones regulares.
Debido a ésto, el objetivo de esta tesis es desarrollar algoritmos para la clasificacion

de textos biomédicos utilizando expresiones regulares y AL.

Las principales contribuciones de este trabajo respecto al uso de expresiones
regulares para la clasificacion de textos biomédicos corresponden al desarrollo
de un algoritmo denominado FREGEX (extractor de caracteristicas basado en
expresiones regulares) para la generacién automatica un espacio de caracteristicas
utilizando textos biomédicos en espanol, a un algoritmo denominado CREGEX
(clasificador de textos basado en expresiones regulares) que permite clasificar textos
biomédicos y a una estrategia de consulta que junto a un criterio de detencion

transforman a CREGEX en un algoritmo de clasificacion de textos biomédicos de

AL.

Los resultados indican que FREGEX gener6 un espacio de caracteristicas
representativo para CREGEX y cercano al lenguaje natural. En la mayoria de los
casos, el desempeno de CREGEX fue superior a los clasificadores basados en una
méaquina de soporte vectorial (SVM), Naive Bayes (NB) y en una representacion
de codificador bidireccional de transformadores (BERT) en términos de aciertos
(ACC) y valor-F (F1), con resultados sobre el 88 % en ambas métricas de desempetio.
Las curvas de aprendizaje indican que el AL redujo eficientemente el ntimero
de ejemplos de entrenamiento necesarios para obtener un mismo desempeno en
términos de ACC y F1 en comparacion al resto de los clasificadores. En este
sentido, el criterio de detencién aplicado al proceso de AL de CREGEX permitio6
utilizar sélo entre un 32 % a un 50 % del total de ejemplos de entrenamiento, con
una diferencia de desempeno inferior al 2 % respecto del valor méaximo posible de

la curva de aprendizaje.
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Capitulo 1. Introducciéon 1

Capitulo 1

Introduccion

1.1. Introduccién general

El progresivo desarrollo tecnolégico ha permitido generar una gran cantidad de
informacion en formatos digitales. Se estima que para el ano 2025 habra 175
zettabytes de informacion digital, gran parte de ella en forma no estructurada
o texto libre [7,8]. En el area de la salud, los registros médicos electronicos
aportan una importante fuente de informaciéon textual, razéon por la cual es
inminente desarrollar nuevas tecnologias que permitan descubrir autométicamente
conocimiento relevante de dichas fuentes como apoyo a la toma de decisiones [9,10].
En este sentido, una de las técnicas més utilizadas para organizar automaticamente

una gran cantidad de informacion digital es la clasificacién de textos [11].

La clasificacion o categorizaciéon de textos permite asignar autométicamente
etiquetas predefinidas a los textos en base a su contenido [12,13]. Tradicionalmente,
los algoritmos de clasificacion méas utilizados han sido los de tipo lineal y
probabilisticos debido a la simplicidad para implementarlos y a la precision
de sus predicciones [14,15]. Aunque estos algoritmos a menudo funcionan bastante
bien si son entrenados con las caracteristicas correctas, atn existe espacio para

mejorar [16].

En los tltimos anos, el uso de redes neuronales profundas (DNNs) ha revolucionado
el campo del procesamiento del lenguaje natural (NLP) debido a la gran
disponibilidad de datos y a las mejoras en la capacidad de procesamiento

computacional [17]. Recientemente, el uso de modelos de lenguajes pre-entrenados



han aportado mejoras significativas al estado del arte de muchas tareas del
NLP [18,19]. Por otro lado, los investigadores también han explorado el uso de
expresiones regulares como una alternativa a los métodos de clasificacion existentes.
La capacidad que tienen las expresiones regulares para representar patrones de
texto y adaptarse a diferentes dominios de uso ha permitido desarrollar algoritmos
con desempenos comparables a los métodos tradicionales de clasificacion [20,21].
Sin embargo, la generacion automatica de expresiones regulares a partir de ejemplos

de entrenamiento es un problema actual de investigacion [22].

Cualquiera sea el método de clasificacion utilizado se requeriran textos etiquetados
para el entrenamiento de los algoritmos. Sin embargo, en ciertas situaciones
como en el caso de la investigacion en biomedicina, etiquetar manualmente
ejemplos de entrenamiento puede ser muy costoso, requiriéndose ademas de
anotadores especializados [23]. Ante este problema surge el muestreo o aprendizaje
activo (AL) que busca reducir los esfuerzos de anotacion, permitiendo seleccionar
progresivamente, hasta algtn criterio de detencion, los ejemplos considerados mas

informativos para que sean etiquetados [24].

El uso de AL ha sido ampliamente estudiado en clasificadores probabilisticos y
lineales. Recientemente, el uso de AL ha despertado el interés de los investigadores
para su aplicacion en algoritmos de clasificacion basados en DNNs |25, 26]. Sin
embargo, previo a este trabajo, no existe una estrategia de consulta o funcién de
seleccion de AL que permita identificar los ejemplos mas informativos para un
clasificador de textos biomédicos basado en expresiones regulares, existiendo sélo
algunos trabajos relacionados a tareas de extraccion de informacion, pero en otras

areas distintas a la biomedicina [20,21,27, 28].

1.2. Hipoétesis y preguntas de investigaciéon

La hipotesis de investigacion de esta tesis es:

Si se disena una estrategia de consulta de aprendizaje activo junto con
un criterio de detenciéon que permita determinar cuales son los ejemplos
més informativos en un conjunto de datos no etiquetado, identificando los
casos de ambigiiedad, se mejoraria el desempeno de un clasificador de textos
biomédicos basado en la generacion automatica de expresiones regulares,

con un desempeno superior al 85 % en términos de area bajo la curva de



aprendizaje y utilizando menos del 50 % de la cantidad total de ejemplos de

entrenamiento en comparacion al método de aprendizaje pasivo.

Las preguntas de investigacion que busca responder esta tesis son las siguientes:

(1)

(111)

1.3.

Para un determinado problema de clasificacion de textos biomédicos, ; Puede
un algoritmo basado en expresiones regulares capturar las variantes léxicas

de los términos representativos de cada clase del problema?

Para un determinado problema de clasificacion de textos biomédicos, ;Puede
un algoritmo basado en expresiones regulares tener un mejor desempeno

que los algoritmos de clasificacion mas utilizados?

Para un determinado algoritmo de clasificacion de textos biomédicos basado
en expresiones regulares, ;Puede el aprendizaje activo reducir efectivamente
la cantidad de ejemplos de entrenamiento necesarios para obtener un

determinado desempeno en comparacion al aprendizaje pasivo?

Para un determinado algoritmo de clasificacion de textos biomédicos basado
en expresiones regulares, ; Puede el aprendizaje activo mejorar el desempeno
en comparacion a otras estrategias de consulta de seleccion de los ejemplos

méas informativos?

Objetivos

1.3.1. Objetivo general

Formular, disenar e implementar un clasificador de textos biomédicos basado

en expresiones regulares y un método de aprendizaje activo que involucre una

estrategia de consulta y un criterio de detencién para el clasificador propuesto.

1.3.2. Objetivos especificos

(1)
(1)

(111)

Construir un corpus gold standard con textos biomédicos en espanol.

Desarrollar e implementar un método que permita generar automaticamente

un espacio de caracteristicas basado en expresiones regulares.

Desarrollar e implementar un clasificador de textos biomédicos utilizando

expresiones regulares.



(1v) Formular e implementar una estrategia de consulta y un criterio de detencion
para el proceso de aprendizaje activo del clasificador de textos biomédicos

propuesto, que permita capturar los ejemplos mas informativos.

(V) Evaluar el desempeno del clasificador de textos biomédicos y del método de
aprendizaje activo en términos de aciertos (ACC), Valor-F (F1) y cantidad
de muestras de entrenamiento (curvas de aprendizaje), comparandolos con
otros algoritmos de clasificacion y estrategias de consulta para la seleccion

de los ejemplos mas informativos.

1.4. Contribuciones del autor

1.4.1. Clasificacion de textos biomédicos

Las contribuciones de esta tesis en cuanto a la clasificacién de textos biomédicos

son las siguientes:

= Algoritmo para la construccion automatica de un espacio de caracteristicas
en base a expresiones regulares para textos biomédicos, denominado extractor

de caracteristicas basado en expresiones regulares (FREGEX).

s Clasificador de textos biomédicos basado en expresiones regulares,

denominado clasificador de textos basado en expresiones regulares

(CREGEX).

= Clasificacion de textos biomédicos en espanol utilizando el modelo de lenguaje
pre-entrenado denominado representaciéon de codificador bidireccional de
transformadores (BERT).

1.4.2. Aprendizaje activo

Las contribuciones de esta tesis en cuanto a los métodos de aprendizaje activo en

clasificacion de textos biomédicos son las siguientes:
= Estrategia de consulta para el proceso de aprendizaje activo de CREGEX.

» Estrategia de consulta para el proceso de aprendizaje activo de BERT

utilizando textos biomédicos en espanol.



1.4.3. Publicaciones

Los siguientes articulos de conferencia y de revista Web of Science (WoS) fueron

obtenidos producto de este trabajo de tesis:

= R. L. Figueroa y C. A. Flores, “Extracting Information from Electronic
Medical Records to Identify Obesity Status of a Patient Based on
Comorbidities and Bodyweight Measures,” Journal of Medical Systems,
vol. 40, no. 8, pp. 1-9, 2016.

= C. A. Flores, R. L. Figueroa y J. E. Pezoa, “FREGEX: A Feature Extraction
Method for Biomedical Text Classification using Regular Expressions,” in

41st Annual International Conference of the IEEE Engineering in Medicine
and Biology Society (EMBC), Berlin, Alemania, 2019, pp. 6085-6088.

= C. A. Flores, R. L. Figueroa, J. E. Pezoa y Q. Zeng-Treitler, “CREGEX:
A Biomedical Text Classifier Based on Automatically Generated Regular
Expressions,” IEEE Access, vol. 8, pp. 29 270-29 280, 2020.

= C. A. Flores, R. L. Figueroa y J. E. Pezoa, “Active Learning for Biomedical

Text Classification Based on Automatically Generated Regular Expressions,’
IEEE Access, 2020 (enviado).

1.5. Organizacioén de la tesis

El trabajo de tesis se organiza de la siguiente forma. El Capitulo 2 presenta
una revisiéon del estado del arte de los trabajos relacionados a la generacion
automatica de expresiones regulares, clasificacion de textos y aprendizaje activo.
El Capitulo 3 describe los textos biomédicos utilizados en esta tesis y los métodos de
clasificacion y aprendizaje activo propuestos. El Capitulo 4 presenta el desempeno
de los clasificadores implementados en términos de ACC, F1, curvas de aprendizaje
y error de clasificacion. Finalmente, en el Capitulo 5 se presenta un anélisis de los
resultados obtenidos y el trabajo futuro que se podria realizar para mejorar los

resultados actuales de esta tesis.



6 Capitulo 2. Estado del arte y motivaciones

Capitulo 2
Estado del arte y motivaciones

En este Capitulo se presenta el estado del arte sobre la generacién automética de
expresiones regulares, clasificacion de textos y aprendizaje activo. Los trabajos
que se analizan entregan los fundamentos tedricos que respaldan este trabajo de
tesis y las principales motivaciones que dieron lugar a la formulacion y desarrollo
de algoritmos en base a expresiones regulares para la clasificacion y aprendizaje

activo en textos biomédicos.

2.1. Clasificacion de textos

La clasificacion o categorizacion de textos es un método de aprendizaje supervisado
que permite asignar etiquetas o clases predefinidas a los textos en base a su
contenido, siendo actualmente una herramienta de gran utilidad en el campo del

NLP para organizar la creciente disponibilidad de informacion digital [12,13].

Los problemas de clasificacion de textos se resuelven utilizando algoritmos de
aprendizaje supervisado, entrenando modelos en textos de etiqueta conocida [29].
Posteriormente estos modelos se utilizan para predecir las etiquetas de los textos no
etiquetados. La clasificacion de textos tiene muchas aplicaciones comerciales y de
investigacion en diversos dominios de estudio, incluyendo la biomedicina [11]. En
este ultimo caso, las principales fuentes de informaciéon provienen desde registros
médicos electronicos y articulos cientificos, sin embargo, gran parte de los recursos

utilizados estan disponibles en inglés [30-32].



2.1.1. Representacion de textos

La representacion de textos busca transformar cada documento en un vector
de caracteristicas de tamafnio constante para que puedan ser utilizados por los

algoritmos de clasificacion [29,33].

El método més comin para representar los textos es la denominada bolsa de
palabras (BoW). En este modelo cada texto es representado por un vector de
gran dimension, donde cada token (palabras, niimeros o simbolos) es una tnica
caracteristica representada por su frecuencia de aparicion en el texto [34]. En
comparacion a la BoW, el método bolsa de n-gramas (BoN) considera como
caracteristicas la frecuencia de aparicion de secuencias consecutivas de tokens (n-
gramas) en los textos [33|. Una extension natural a estos modelos de representacion
se denomina frecuencia de término — frecuencia inversa de documento (TF-IDF),
que ademés considera la frecuencia inversa de los tokens en el total de documentos
[35]. Si bien estos modelos han sido ampliamente utilizados en clasificacion de
textos debido a su simplicidad y efectividad, tienen como principales desventajas la
incorporacion de caracteristicas consideradas “ruidosas” y la alta dimensionalidad
de los vectores al representarlas [36]. Debido a ésto, es habitual el uso de métodos de
seleccion de caracteristicas [34]. Otro de los problemas de los métodos mencionados
es que no consideran el orden en que los tokens aparecen en los textos y no

representan necesariamente sus relaciones semanticas [37].

Otro método de representacion de textos muy utilizado en el NLP se denomina
analisis semantico latente (LSA) y permite analizar las relaciones entre los textos
y los tokens que los contienen. Este método aplica en la matriz de frecuencias de
los tokens una reduccion de la dimensionalidad mediante la técnica estadistica
denominada descomposicion en valores singulares (SVD) para encontrar conceptos
semanticamente latentes [38]. Otros métodos permiten generar representaciones
vectoriales distribuidas de baja dimension de los tokens (“embeddings”) entrenando
redes neuronales en grandes colecciones de textos (corpus). Ejemplos de estos
métodos son los denominados vectores de palabras (word2vec) y los vectores
globales (GloVe), los cuales han demostrado ser capaces de capturar las relaciones
semanticas de las palabras al analizar la probabilidad condicional de su contexto
[39-41]. Si bien estos métodos han demostrado ser efectivos en el NLP, presentan

ciertas dificultades con la polisemia, palabras infrecuentes y abreviaciones [42].



Otros modelos de representaciéon mas recientes, tales como las representaciones
distribuidas desde modelos de lenguaje (ELMo) o BERT, entrenan DNNs en
una gran colecciéon de textos, pero a diferencia de las representaciones vectoriales
distribuidas o embeddings, permiten obtener una representacion contextualizada
de las palabras. Estos métodos utilizan un modelo de lenguaje bidireccional que
analiza el contexto global de una palabra antes de entregar una representacion
vectorial [42|. En el caso de BERT y ELMo se han propuesto modelos para
aplicaciones en biomedicina, pero solo utilizando articulos cientificos en inglés
[43,44]. La Figura 2.1 muestra un esquema de las representaciones basadas en
expresiones regulares (REGEXES), BoW y BERT. Es posible observar que en el
caso de las REGEXES el espacio de caracteristicas estd formado por secuencias
de palabras y metacaracteres, més proximos al lenguaje natural, a diferencia de
la BoW y BERT donde se obtienen representaciones vectoriales de los ny tokens.
En el caso de BERT, el primer token de cada secuencia corresponde al token
especial [CLS]| cuya representacion vectorial en la salida de la ultima capa de los

transformadores es utilizado para tareas de clasificacion [1].
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Figura 2.1: Tipos de representacion de caracteristicas: REGEXES, BoW y BERT.
Fuente: Adaptacion propia [1].



2.1.2. Algoritmos de clasificaciéon

Naive Bayes (NB) y la maquina de soporte vectorial (SVM) son dos de los
algoritmos de aprendizaje automético mas utilizados para la clasificacion de textos
debido a la simplicidad de implementacion y precision de sus predicciones [14].
Mientras NB es un clasificador probabilistico basado en el teorema de Bayes, SVM
es un clasificador lineal que busca construir un hiperplano 6ptimo en el espacio

multidimensional de caracteristicas para separar los datos en dos clases [45].

En la actualidad, debido a la gran disponibilidad de datos y a las mejoras en
la capacidad de procesamiento computacional ha existido un auge en el uso
de algoritmos de clasificacion basados en DNNs [46]. También se han propuesto
mejoras a estos algoritmos basadas en arquitecturas de redes neuronales, tales como
las redes neuronales convolucionales (CNNs) y las redes neuronales recurrentes
(RNNs) [47,48]. Més recientemente, en el campo del NLP se ha utilizado el modelo
de lenguaje pre-entrenado BERT junto con una red neuronal y una funciéon
de activacion softmaz para ajustar la representacion vectorial a una tarea de
clasificacion especifica [5,49,50]. Este enfoque de aprendizaje pertenece a una

técnica denominada “transferencia de aprendizaje” [51].

Si bien las soluciones basadas en redes neuronales han permitido obtener buenos
resultados en clasificacion de textos, tienen el inconveniente que son poco
interpretables a nivel de lenguaje natural. Debido a ésto los investigadores han
considerado el uso de expresiones regulares porque permiten realizar un anélisis
de los tokens que los contienen, obteniéndose ademés resultados comparables a
los algoritmos de clasificacion mas utilizados [20,21]. En el area de la biomedicina,
las expresiones regulares han sido utilizadas debido a la capacidad que tienen para
modelar patrones secuenciales complejos, especialmente aquellos que incluyen
atributos numéricos [20,52]. En este sentido, se ha demostrado que BERT puede
presentar una menor capacidad de generalizaciéon de niimeros decimales tras el

entrenamiento [53].
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2.2. Generacion automatica de expresiones

regulares

Las expresiones regulares se definen como una secuencia de caracteres que permiten
representar patrones en los textos [22,54]. Las expresiones regulares pueden
ser creadas manualmente para diversos dominios de uso, como por ejemplo en
tareas de extraccion de informacion, validacion de formularios, deteccién de
correos no deseados (spam), extraccion de tokens (tokenizacion), deteccion de
negaciones, entre otros [54,55|. En biomedicina gran parte de los trabajos que
utilizan expresiones regulares se enfocan en tareas de extraccion de informacion
[52,56-59].

Por otro lado, la generacion automatica de expresiones regulares desde ejemplos
de entrenamiento sigue siendo un problema actual de investigacion [60]. Uno de los
métodos utilizados para generar expresiones regulares consiste en realizar una serie
de transformaciones a una expresion regular de entrada para mejorar su desempeno
en la tarea para la cual fue disenada [27,61-64]. Por lo tanto, el desemperio de estos
métodos depende en gran medida del uso de un buen ejemplo inicial provisto por
un experto en el dominio de estudio. Por ejemplo, Li et al. proponen un método
denominado aprendizaje de expresiones regulares para extracciéon de informacion
(ReLIE). Este método realiza multiples transformaciones a una expresion regular
de entrada utilizando meta-caracteres o caracteres especiales sin un significado
literal (por ejemplo, grupos especiales, cuantificadores y disyunciones) hasta que
el desempeno de dicha expresion regular no pueda ser mejorado. Los resultados
de este trabajo indican que ReLIE obtuvo un mejor desempeno que el algoritmo
denominado campo aleatorio condicional (CRF) y que también se pudo mejorar
el desempenio de este ultimo en términos de ACC al entrenarlo con caracteristicas
extraidas con ReLIE.

Otros métodos no requieren una expresion regular de entrada, pero requieren
ejemplos de entrenamiento etiquetados con los segmentos de textos de interés
[52,65,66]. Por ejemplo, Murtaugh et al. proponen un método denominado extractor
de descubrimiento de expresion regular (REDEx) para extraer informacion
antropométrica (por ejemplo, altura, peso, indice de masa corporal y circunferencia
abdominal) desde textos biomédicos [52]. Este método construye una expresion

regular a partir de un valor numérico a extraer, convirtiendo los segmentos
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de textos que anteceden y preceden al valor en expresiones regulares (por
ejemplo, reemplazando puntuaciéon, nimeros y espacios por meta-caracteres).
Posteriormente, de forma progresiva REDEx anade estas expresiones regulares
al valor numérico a extraer hasta no obtener falsos positivos en el conjunto
de entrenamiento. Los autores de este trabajo mencionan que REDEx obtuvo

desempenos sobre el 98 % en términos de ACC y F1.

Otros métodos incluyen programacion genética o programacion dinamica,
diferenciandose de los trabajos previos en la forma de evaluar las expresiones
regulares generadas en el conjunto de entrenamiento y en el uso de distintos
meta-caracteres [20,67-69]. Por ejemplo, Bartoli et al. utilizaron programacion
genética para generar una poblacion de expresiones regulares a partir de un
ejemplo etiquetado de entrada [68]. Estas expresiones regulares son modificadas
iterativamente utilizando operadores genéticos, tales como mutacién y cruzamiento,
hasta un nimero méximo de generaciones o se haya alcanzado un desempeno
maximo de acuerdo a una funcién fitness, la cual considera el tamano de la
expresion regular generada y una medida de distancia (Levenstein) respecto al

segmento etiquetado de interés.

Por otro lado, Bui y Zeng-Treitler proponen un método denominado descubrimiento
de expresion regular (RED), el cual usa programacion dinamica para generar
autométicamente expresiones regulares [20]. Este método genera expresiones
regulares combinando secuencias de tokens (frases), las cuales son extraidos tras
un proceso de alineacion local de los textos de entrenamiento mediante el algoritmo
de Smith-Waterman (SW). Ademas, se normalizan los ntimeros y se controla la
cantidad de caracteres que pueden ser insertados entre los tokens mediante el uso
de meta-caracteres. Posteriormente, las expresiones regulares son evaluadas en el
conjunto de entrenamiento para luego ser filtradas por un umbral de desempeno.
Los autores indican que RED obtuvo desemperfios sobre el 80 % en términos de
ACC y F1 en tareas de clasificacion de textos biomédicos, superando el desempeno
obtenido por SVM.

2.3. Aprendizaje activo

Para el entrenamiento de los algoritmos de clasificaciéon es necesario disponer de

suficientes textos correctamente etiquetados. Sin embargo, etiquetar manualmente



12

ejemplos de entrenamiento puede ser altamente costoso en términos de tiempo y
recursos, requiriéndose ademéas anotadores especializados [23]. Ante este problema,
el AL ofrece una alternativa para reducir la cantidad de ejemplos necesarios para
entrenar a los algoritmos de clasificacion [24]. A diferencia del aprendizaje pasivo
(PL) donde los ejemplos de entrenamiento son seleccionados aleatoriamente, el AL
permite tener un control de los ejemplos seleccionados dependiendo del algoritmo
de aprendizaje automatico que se esté utilizando [70]. La Figura 2.2 muestra el
esquema de funcionamiento del proceso de AL. A diferencia del enfoque clasico de
clasificacion, en AL los parametros del modelo se ajustan progresivamente segtiin
la disponibilidad de datos (ver Figura 2.2) [2].

a) Aprendizaje clasico

Conjunto de
Datos

Parametros del

prendizaje modelo

b) Aprendizaje activo adaptivo /

Parametros del

Conjunto de Aprendizaje —>
modelo
Datos
Proceso de
anotacion

Figura 2.2: Esquema comparativo entre el enfoque de aprendizaje clésico y activo.
Fuente: Adaptacion propia [2].

En clasificacion de textos el enfoque de AL més utilizado selecciona los ejemplos
de entrenamiento desde un gran conjunto de datos no etiquetado (“pool” de
datos) [29]. En este enfoque se definen tres conjuntos de datos: el conjunto
de datos no etiquetado (Xy), un conjunto inicial de datos de entrenamiento
(X1,Y7) v el conjunto de pruebas (Xr). El proceso de AL consiste en una etapa
de inicializaciéon y una etapa de seleccion de los ejemplos considerados mas
informativos (ver Algoritmo 1) [71]|. Durante la etapa de inicializacion se selecciona
aleatoriamente al menos un ejemplo por clase desde el conjunto de datos no

etiquetados para conformar un conjunto inicial de entrenamiento. Posteriormente,
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se utiliza alguna estrategia de consulta de un algoritmo de clasificaciéon para
seleccionar iterativamente n, ejemplos considerados més informativos. En cada
iteracion, los ejemplos seleccionados X, son etiquetados por un experto F en el
dominio de estudio para ser incorporados al conjunto de entrenamiento y, de esta
forma, re-entrenar al clasificador utilizado hasta que se cumpla un criterio de
detencion. En el conjunto de pruebas se evalia la efectividad del algoritmo de

clasificacion utilizado, permitiendo obtener curvas de aprendizaje.

Algoritmo 1: Enfoque de aprendizaje activo tipo pool

1 I. Sea:

2 X,Y: textos de entrenamiento etiquetados

3 Xy, X, textos no etiquetados y textos seleccionados
4 Y,: etiquetas para X,

5 F,q: experto en el dominio, estrategia de consulta

6 ng: cantidad de ejemplos seleccionados

7 SC' criterio de detencion

8 II. Inicializacion:

9 Seleccionar n, ejemplos desde Xy y luego etiquetarlos con £ para definir
un conjunto inicial de entrenamiento (X, Y7)

10 Actualizar X + X U X7

11 Actualizar Y «+ Y U Y7

12 III. Seleccion:

13 mientras el SC no se haya cumplido hacer

14 Entrenar un algoritmo de clasificacion usando (X,Y)
15 Seleccionar n, ejemplos X, desde Xy usando ¢(+)

16 Actualizar Xy + X\ X,

17 Solicitar etiquetas Y, para X, utilizando E

18 Actualizar X + X U X,

19 Actualizar Y < Y UY]

20 fin

2.3.1. Algoritmos de aprendizaje activo

Se han propuesto diversos algoritmos de AL para seleccionar progresivamente

los ejemplos considerados mas informativos para un algoritmo de aprendizaje
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automéatico desde un conjunto de datos no etiquetado. Estos algoritmos se

diferencian por la estrategia de consulta utilizada.

Por ejemplo, Lewis y Gale propusieron el método denominado muestreo por
incertidumbre en el cual se utiliza un clasificador probabilistico para seleccionar
los ejemplos que presentan entropia méaxima [72,73|. Otra estrategia de consulta
denominada consulta por comité fue propuesto por Seung et al. y utiliza multiples
algoritmos de clasificacion para seleccionar los ejemplos que presentan el mayor
grado de desacuerdo entre este comité de clasificadores [74]. Otra estrategia de
consulta propuesta por Tong y Koller se denomina margen simple y utiliza como
criterio de seleccion los ejemplos que tienen una menor distancia al hiperplano de
separacion de las clases de una SVM |[75]. Posteriormente, Brinker incorpora la
similitud coseno a la estrategia de consulta de SVM para aportar mayor diversidad

a los ejemplos seleccionados |76].

En otros métodos se utilizan técnicas de agrupamiento (clustering) para seleccionar
ejemplos desde el conjunto de datos no etiquetado [77-79]. Sin embargo, la principal
desventaja de estos métodos es que el desempeno del proceso de AL va a depender

de la calidad de los grupos formados por el algoritmo de agrupamiento utilizado.

Otras estrategias de consulta méas recientes buscan estimar la incertidumbre de las
predicciones en algoritmos de clasificacion basados en redes neuronales [80,81]. En
este sentido, los modelos Bayesianos permiten cuantificar la incertidumbre de las
predicciones, pero tienen un alto costo computacional. Como una alternativa a este
tipo de modelos, Gal propone el método Monte Carlo dropout que utiliza la técnica
de regularizacion de redes neuronales denominada dropout como aproximacion a
una inferencia del tipo Bayesiana [80]. La técnica de dropout permite desconectar
aleatoriamente unidades dentro de la red neuronal para evitar el sobreajuste
(overfitting) durante la etapa de entrenamiento [82|. Para medir el nivel de
incertidumbre se realiza una determinada cantidad de predicciones en un mismo
ejemplo, obteniéndose de esta forma distribuciones de probabilidades que pueden

ser analizadas estadisticamente.

2.3.2. Criterio de detencion

Un aspecto muy importante a considerar en el AL es establecer un criterio para

detener el proceso de aprendizaje. Sin un criterio de detencion, el proceso de AL
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seleccionara la totalidad de los ejemplos no etiquetados para conformar el conjunto

de entrenamiento.

Algunos criterios de detencion analizan el costo de obtener nuevas etiquetas,
establecen un valor maximo de desempeno del clasificador o tamano de muestra
de entrenamiento, o analizan la calidad de los ejemplos en los distintos conjuntos
de datos [73,83]. En este altimo caso es posible analizar los ejemplos sin etiquetar,
un conjunto de datos adicional, los ejemplos de entrenamiento seleccionados, o

una combinacion de estos conjuntos de datos [84].

Por ejemplo, Bloodgood y Vijay-Shanker proponen analizar las predicciones en
términos de nivel de acuerdo (kappa) de diferentes modelos sobre el conjunto de
datos no etiquetado hasta que dichas predicciones se estabilicen [85]. Por otro
lado, Vlachos propone analizar el desempeno de un clasificador en términos de
entropia en un conjunto de datos adicional hasta determinar una disminucion
consistente de este desempenio durante el proceso de aprendizaje [86]. Sin embargo,
este método implica disponer de un conjunto representativo de datos, y en el caso
que sea anotado, contradiria el principio de AL de reducir la cantidad de ejemplos

etiquetados.

Finalmente, en el caso de analizar los ejemplos de entrenamiento seleccionados,
Ghayoomi propone analizar la varianza de los resultados obtenidos desde la
estrategia de consulta en cada iteracion [87]|. La justificacion de este método
se fundamenta en que al comienzo del aprendizaje el clasificador no estéa lo
suficientemente entrenado por lo que los resultados de la estrategia de consulta
no presentaran un alto nivel de variabilidad. A medida que el conjunto de
entrenamiento aumenta, el clasificador pasa de estar no entrenado a entrenado,
reflejdndose en una mayor variabilidad de los resultados de la estrategia de
consulta. Finalmente, una vez que el clasificador esta lo suficientemente entrenado,
los resultados de la estrategia de consulta estaran cercanos a la media con un bajo

nivel de variabilidad. En esta ultima etapa se debe detener el proceso de AL.

2.4. Discusion

Las expresiones regulares han demostrado ser una alternativa confiable para la
clasificacion de textos biomédicos debido a que son facilmente analizables a nivel

de lenguaje natural por un experto en el dominio de estudio y a la capacidad
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que tienen dichas expresiones para representar patrones secuenciales en lo textos,
incluyendo atributos numéricos. En este sentido, el uso de algoritmos de alineacion
de secuencias, tales como SW o Needleman-Wunsch (NW), han demostrado ser
ttiles para la extraccion de patrones comunes en los textos [20,88]. Sin embargo,
los trabajos que utilizan expresiones regulares para la clasificaciéon de textos
biomédicos utilizan como base de comparacion los algoritmos de clasificacion
tradicionales, tales como SVM y NB, y no consideran métodos més recientes como
BERT [20,21]. Ademaés, gran parte de los trabajos relacionados se enfocan en el
idioma inglés, lo cual motiva a investigar aplicaciones en espanol para contribuir

al estado del arte.

Debido a la gran disponibilidad de informacién textual, el enfoque de AL mas
utilizado busca seleccionar los ejemplos mas informativos desde una gran coleccion
de datos no etiquetado (pool de datos). En este sentido, los principales algoritmos
de seleccion utilizan los clasificadores SVM y NB |72, 75, 76]. Recientemente
se ha propuesto un método que permite medir la incertidumbre en algoritmos
de clasificaciéon basados en redes neuronales, pero no ha sido estudiado el
impacto que podria tener en algoritmos como BERT [80, 81]. Por otro lado,
otra de las principales motivaciones de esta tesis es que previo a este trabajo no
existe una estrategia de consulta de AL que permita determinar cuéles son los
ejemplos méas informativos para un clasificador de textos biomédicos basado en
expresiones regulares, existiendo solo algunos trabajos relacionados a la extraccion

de informacion [27,28].

Los algoritmos de AL utilizan alguna métrica de incertidumbre del clasificador
como estrategia de consulta para determinar cudles son los ejemplos mas
informativos, siendo los més utilizados las distancias al hiperplano (SVM) o
la probabilidad de pertenecer a alguna determinada clase (redes neuronales, NB).
En el caso de un clasificador de textos biomédicos basado en expresiones regulares
se podria construir una estrategia de consulta o funcién de seleccién a partir del
desempeno que dichas expresiones regulares tuvieron durante el entrenamiento,
y/o considerando la cantidad de coincidencias que éstas tienen en el conjunto de

datos no etiquetados.
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Capitulo 3
Materiales y métodos

En este Capitulo se presenta una descripciéon de los textos biomédicos utilizados,
asi como los algoritmos de clasificaciéon y aprendizaje activo basados en la
generacion automatica de expresiones regulares. La generacion automaéatica de
expresiones regulares, denominada FREGEX, se fundamenta principalmente en el
uso de dos algoritmos de alineaciéon de secuencias para la extraccion de tokens
representativos desde los textos: el algoritmo de NW y el algoritmo de SW. El
clasificador, denominado CREGEX, considera en su funcién de decisién la cantidad
de coincidencias que las expresiones regulares tienen en un ejemplo de prueba para
asignar la clase de una expresion regular o de un ejemplo de entrenamiento. Por
otro lado, el proceso de aprendizaje activo de CREGEX considera como funcién de
seleccion de los ejemplos mas informativos o estrategia de consulta el desempefio que

las expresiones regulares tienen durante su generacion automética y la similitud

de SW.

3.1. Conjuntos de datos y pre-procesamiento

Como conjuntos de datos se utilizaron textos biomédicos de-identificados
provenientes del hospital Guillermo Grant Benavente (HGGB) de Concepcion,
previa autorizacion del comité de ética de este recinto de salud (ver Anexo Al.1).
Los textos biomédicos contienen informacién sobre la obesidad, los tipos de
obesidad y el habito de tabaquismo, los cuales fueron anotados por un grupo de
estudiantes de Ingenieria Civil Biomédica para obtener un corpus gold standard. El

proceso de anotacion se realizé utilizando una herramienta programada en Python
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y disenada en Qt Designer (ver Anexo A2.1), permitiendo recolectar palabras
claves para cada problema de clasificacion. Para medir el nivel de acuerdo entre el
grupo de anotadores se utilizo el indice de kappa (k), obteniéndose en todos los
casos k > 0,81 (acuerdo casi perfecto) '. La Tabla 3.1 muestra la distribucién de
las clases en los conjuntos de datos, asi como las palabras claves obtenidas tras el

proceso de anotacion.

Los textos biomédicos fueron pre-procesados, removiendo los excesos de espacio
y convirtiéndolos a mintsculas, para finalmente tokenizarlos considerando los
espacios. Para facilitar el proceso de tokenizacion se anadieron espacios entre los
caracteres no alfanuméricos para obtener tokens méas especificos. Por ejemplo,
como resultado de este proceso es posible extraer los tokens “paciente”, “diabético”,

“(7, “ex”, “fumador” y “)” a partir del texto “paciente diabético (ex fumador)”.

Tabla 3.1: Descripcion de los conjuntos de datos. Fuente: Elaboracion propia.

Conjunto de datos | Palabras claves Distribuciéon  de | Indice de kappa
Clases
OBESIDAD obes*, ime, peso, | Negativa  (303), | 0.98(
sobrepeso positiva (858)
TIPOS DE | obes*, imc, peso, | Moderada (185), | 0.97(®
OBESIDAD sobrepeso severa (152),
morbida (572)
TABAQUISMO | tab*, fum*, cig*, | Negativa (505), | 0.86®
caj* positiva (582)

@Tndice de kappa de Cohen. ®Indice de kappa de Fleiss.
*Raiz de la palabra.

3.2. Definicién del problema

Esta tesis busca desarrollar algoritmos para la clasificacion de textos biomédicos

en base a la generacion automatica de expresiones regulares y aprendizaje activo.

El método propuesto para la clasificacion de textos biomédicos genera
automaticamente expresiones regulares a partir de una coleccion de n textos
biomédicos etiquetados utilizando [ > 2 clases, es decir, es posible aplicar el

método tanto en problemas binarios como multiclases. Més formalmente, se define

'El indice de kappa es una medida estadistica utilizada para evaluar el nivel de acuerdo entre
un grupo de anotadores (ver Anexo A3.1)
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el conjunto de textos como X = {z1,...,2,}, el conjunto de etiquetas como
L ={1,...,1}, y el proceso de etiquetado supervisado segin el mapeo £ : X — L,
el cual para cada x; € X crea una etiqueta y; = L(x;), y; € L. La coleccion
de todas las etiquetas del conjunto de entrenamiento se puede obtener segin
Y = L£(X). Ademaés, para evaluar la efectividad del método propuesto se utiliza

un conjunto de datos independiente X7 que contiene n; textos de prueba.

El método propuesto se divide en dos etapas, tal como se muestra en la Figura 3.1:
(1) construccion de un espacio de caracteristicas basado en la generacion automatica
de expresiones regulares; y (ii) definicion de un clasificador de textos biomédicos. En
una primera etapa denominada FREGEX el método utiliza algoritmos de alineacion
de secuencias para generar automaticamente un espacio de caracteristicas basado
en expresiones regulares para X mediante el mapeo biyectivo ®(z;) : X — R; C R,
el cual genera n; expresiones regulares para el texto de entrenamiento x;, etiquetado
como y;, donde R; = (r{(x;),...,r% (;)). De esta forma, una vez que la funcion
de mapeo ®(-) es aplicado en todos los textos de entrenamiento X, se genera
la coleccion R = U | R;, el cual contiene un ntmero total de |R| expresiones
regulares que representan al conjunto de textos biomédicos. Posteriormente se
realiza una seleccion de caracteristicas, filtrando las expresiones regulares mediante
palabras claves y se evaltian para obtener una medida de desempeno en el conjunto
de entrenamiento. En una segunda etapa el método asigna a las expresiones
regulares resultantes la clase del texto de entrenamiento donde fueron generadas
automaticamente. De esta forma, el clasificador denominado CREGEX permite

asignar una clase y; a un texto de prueba x; mediante la funciéon de decision
0(z;) : Xr — L, donde y; = 6(z;).

Por otro lado, para el AL se define el conjunto de datos D4, = X U Xy, donde
X contiene n textos de entrenamiento, etiquetados segiun Y = £(X), mientras
que Xy contiene n, textos no etiquetados. El objetivo del AL es seleccionar
iterativamente el conjunto X, C Xy, el cual contiene los ejemplos considerados més
informativos por el algoritmo de aprendizaje automatico utilizado. Para determinar
la importancia de cada texto en Xy una funcion asigna u;, i = 1,..., | Xy| valores
mediante la estrategia de consulta g(x;) (ver Algoritmo 1 para mayores detalles).
De esta forma, en cada iteracion el subconjunto X, es etiquetado por un oraculo
experto en D4y, (por ejemplo, un experto humano) de tal manera que X, Y,y Xy
cambian iterativamente segin: X < X UX,, Y < Y UL(X,), vy Xv + Xv\X,.



20

Espacio de caracteristicas

Extraccion de caracteristicas (FREGEX)

Seleccion de
caracteristicas

1)
1]
)
: Alineacién de Generacion de

OBESIDAD

[ : textos regexes
— rmrmrmsseermermeemeeseeemeeem oo e e aannnand
Textos de
entrenamiento 1
Clasificador
(CREGEX)

Figura 3.1: Esquema general para la clasificacion de textos biomédicos basada
en la generacion automatica de expresiones regulares (REGEXES). Fuente:
Elaboracion propia.

La Figura 3.2 muestra el proceso de aprendizaje activo en CREGEX. Se puede
observar que el proceso de AL utiliza una estrategia de consulta para seleccionar
progresivamente ejemplos sin etiqueta desde una gran coleccion de textos (pool de
datos), los cuales son etiquetados por un experto en el dominio (oraculo) para
re-entrenar el clasificador. Este proceso se repite hasta el cumplimiento de un

criterio de detencion.

3.3. Algoritmos para la construccion de un

espacio de caracteristicas

Para la construccion de un espacio de caracteristicas basada en la generacion
automatica de expresiones regulares se propone el uso de algoritmos de alineaciéon
de secuencias. En primer lugar, se aplica una alineaciéon global de las palabras
similares para representarlas por un patrén comin utilizando el algoritmo de NW.
En segundo lugar, se aplica una alineacion local de los textos de entrenamiento que
pertenecen a una misma clase para extraer secuencias de tokens representativas

para un determinado problema de clasificacion utilizando el algoritmo de SW.

3.3.1. Alineacién global: algoritmo de Needleman-Wunsch

Para facilitar la extraccién de tokens representativos para cada problema de

clasificacion, en primer lugar, se aplica agrupamiento (clustering) jerarquico en
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Figura 3.2: Esquema general del método de aprendizaje activo en CREGEX.
Fuente: Adaptacion propia [3].

los textos de entrenamiento para formar grupos de palabras similares y poder
representarlos mediante un patréon comin (expresion regular). De esta forma,
se intenta capturar las variantes léxicas de las palabras en términos de niimero
y género gramatical, incluyendo los errores ortograficos presentes en los textos.
El agrupamiento jerarquico considera como métrica la distancia Levenshtein y
un valor de corte igual a cuatro para el dendrograma, el cual fue determinado
tras el anélisis exploratorio de los datos [89]. Los verbos fueron excluidos del
agrupamiento debido a que éstos contienen informacién temporal importante
sobre las enfermedades o habitos de los pacientes, para lo cual se considerd una
lista de verbos en espanol ? y las palabras en modo infinitivo. Una vez que
se ha realizado el agrupamiento jerarquico a los textos de entrenamiento, se
procede a aplicar el algoritmo de NW en cada uno de los grupos de palabras.
Este algoritmo utiliza una matriz para obtener el alineamiento global 6ptimo
entre las secuencias analizadas, asignando valores positivos y negativos segin
las coincidencias encontradas en los caracteres (ver Figura B1.1 del Anexo) [90].
Posteriormente, en una etapa de rastreo el algoritmo de NW traza la ruta de las
secuencias alineadas. En este caso el algoritmo de NW es utilizado para alinear las
letras de los grupos de palabras y encontrar un patrén comun, considerando como

base de esta alineacion multiple la palabra méas frecuente segtun el conjunto de

Zhttps://github.com/christopherfj/ CREGEX/blob/master/verbos ESP.xls
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entrenamiento. Posteriormente, el método propuesto calcula la cantidad maxima
de caracteres que pueden ser insertados entre las letras alineadas y utiliza el
metacaracter “{, méx}” para controlar esta distancia. Finalmente, cada una de las
palabras que pertenece a un mismo grupo es reemplazada por un patréon comin
en los textos de entrenamiento para la extraccion de tokens representativos. Un
ejemplo del agrupamiento jerarquico y posterior alineacion global se muestra en

la Figura 3.3.

3.3.2. Alineacion local: algoritmo de Smith-Waterman

En esta etapa, el método propuesto aplica el algoritmo de SW en los textos
de entrenamiento que pertenecen a una misma clase para encontrar regiones de
similitud local y extraer tokens representativos para el problema de clasificacion. Si
los textos contienen ntmeros, éstos son reemplazados por un patréon que contiene
metacaracteres para representar intervalos numéricos. Se consideré un rango igual
a cinco debido a que este es utilizado para representar los diferentes niveles de
obesidad [91]. Por ejemplo, el token “24.3” es reemplazado por el patron “2[0-
A{1}(7:[\-\,]\d+)”, mientras que el token “25.4” es reemplazado por el patrén

“U5-9[{1H(7:[\.\,]\d+) 7.

Al igual que el algoritmo de NW| el algoritmo de SW utiliza una matriz de
alineacion para analizar las secuencias. Sin embargo, una de las principales
diferencias respecto al algoritmo de NW es que SW no asigna valores negativos en
cada una de las celdas de la matriz de alineacion. Un valor negativo indica que los
elementos actuales no presentan similitudes. Al considerar solo valores positivos,
es posible eliminar el efecto de las alineaciones previas, permitiendo encontrar
nuevas regiones de similitud locales (ver Figura B1.1 y B2.1 del Anexo) [92]. De
esta forma, el algoritmo de SW es méas apropiado cuando las secuencias analizadas

varian en palabras y tamafio, como es el caso de los textos biomédicos [20].

Finalmente, FREGEX construye un espacio de caracteristicas, generando una
coleccion de expresiones regulares a partir de los tokens extraidos desde los textos
de entrenamiento. En cada token se reemplazan los espacios por el metacaracter
“\s*” (representa cero o méas espacios) y se inserta el caracter backslash (“\”) entre

los caracteres no alfanumeéricos.

3Los ntimeros entre paréntesis cuadrados “[ |” representan la unidad, mientras que “(?:[\.\,]\d+)?”
representa la parte decimal ya sea utilizando coma o punto
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ENTRADA: textos de entrenamiento pre-procesados

el paciente es obeso con imc =36.7
el paciente fumador sufre obesidad imc = 37

ALINEAMIENTO GLOBAL (NW)

,7 obeso o|ble|s|-[-]-]o
1 o|b|le|s]|i|d d
cbesidad

obes(?:\w{,4})

Agrupamiento jerarquico

fumadera flulm|a|d|o|r]|a
flulm|a|d|o]|r]|-

fumador(?:\w{,1})

— fumador

Distancia Levenshtein

el paciente es obes(?:\w{,4}) con imc = 36.7
el paciente fumador(?:\w{,1}) sufre obes(?:\w{,4}) imc = 37

ALINEAMIENTO LOCAL (SW)

el paciente es obes(?:\w{,4}) con imc = 3[5-9]{1}(?:[\.\,]\d+)?
el paciente fumador(?:\w{,1}) sufre obes(?:\w{,4}) imc = 3[5-91{1}(?:[\.\,]\d+)?

el | paciente - es | obes(?:\w{,4}) | con | imc | = | 3[5-9{1}?:[\.\,]\d+)?

el | paciente | fumador(?:\w{,1}) | sufre | obes(?:\w{,4}) | - | imc | = | 3[5-91{1}(?:[\.\,]\d+)?
EXPRESIONES REGULARES

el\s*paciente obes(?:\w{,4}) imc\s*\=\s*3[5-9]{1}(?:[\.\,]\d+)?

SELECCION DE CARACTERISTICAS

el\s*paciente obes(?:\w{,4}) imc\s*\=\s*3[5-9]{1}(?:[\.\,]\d+)?

SALIDA: expresiones regulares para una clase del problema

obes(?:\w{,4}) imc\s*\=\s*3[5-9){1}(?:[\.\,]\d+)?

Figura 3.3: Ejemplo de generacion automaética de expresiones regulares para el
conjunto de datos OBESIDAD (clase positiva). Fuente: Elaboracion propia.
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3.3.3. Seleccion de caracteristicas

Sobre el espacio de caracteristicas en la forma de expresiones regulares se aplica
una seleccion de caracteristicas, filtrando por palabras claves para cada problema
de clasificacién. En este trabajo se utilizaron las palabras claves de la Tabla
3.1, las cuales fueron obtenidas tras el proceso de anotacion. El objetivo de esta
etapa es reducir la cantidad de expresiones regulares que se generaron desde el
conjunto de entrenamiento, manteniendo solo aquellas que estan relacionadas al
problema de clasificacion. En el ejemplo de la Figura 3.3, la expresion regular
“el\s*paciente” fue filtrada porque no contiene una palabra clave para el conjunto
de datos OBESIDAD. Finalmente, el método asigna a cada expresion regular la
clase del texto de entrenamiento donde el token fue extraido. Ademas, se evalia
la capacidad predictiva de cada expresion regular, considerando las coincidencias

correctas que dichas expresiones regulares tienen en los textos de entrenamiento.

3.4. Algoritmo para la clasificacién de textos

Las expresiones regulares generadas automaticamente pueden ser utilizadas para
clasificar textos de prueba x; € Xp. En esta etapa el clasificador denominado
CREGEX asigna una etiqueta y; dependiendo de la cantidad de expresiones
regulares que coinciden en el texto de prueba. En este sentido, dos casos posibles
pueden surgir: (i) ninguna expresion regular coincide con un texto de prueba x;; y

(ii) n, expresiones regulares coinciden con un texto de prueba z;.

Si ninguna expresion regular coincide con un texto de prueba, CREGEX asigna
la clase del texto de entrenamiento con la mayor similitud segun el algoritmo
de SW, sw_sim(x;,z;), j = 1,...,n. Por otro lado, si n, expresiones regulares
coinciden con un texto de prueba, CREGEX asigna la clase y; = L(®7(r;)) de la
j-ésima expresion regular, r; = r(x;), que tiene el mejor desempefio en términos
de precision Pr(r;), con j = 1,...,n,. Este valor de precision es calculado durante
la etapa de entrenamiento como el cociente entre el nimero de coincidencias
correctas para la clase correspondiente y el numero total de coincidencias. De esta

forma, la funcion de decision de CREGEX se obtiene segiin:
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L | argmax sw_sim(x;, x;) |, n, =0
j€ln]

5(a:) = | (3.1)
Lot (argmax Pr(m))) , e >0

jE[l,nr]

3.5. Algoritmo de aprendizaje activo

La version de AL de CREGEX introduce una estrategia de consulta que busca
seleccionar los ejemplos asociados a expresiones regulares con un alto nivel de
incertidumbre, es decir, los ejemplos considerados méas informativos para este

clasificador segtun la métrica de precision.

Inicialmente, las expresiones regulares tenderdn a tener un alto nivel de
incertidumbre (bajo nivel de precision), resultando en un enfoque de aprendizaje
tipo greedy o voraz. Sin embargo, a medida que méas ejemplos informativos son
seleccionados, las precisiones de las expresiones regulares comienzan a mejorar
hasta estabilizarse, resultando en un aprendizaje mas conservativo inducido por
la similitud de los textos. Los textos biomédicos que no coinciden con expresiones
regulares o coinciden con expresiones de bajo valor de precision satisfacen esta
idea. Mateméaticamente, la estrategia de consulta propuesta puede ser expresada

segun:

argmin q(z;) (3.2)

xiGXU

donde:

MAaX;e[1 ) SW_sim(z;, z;), n, =0
q(x;) = { st 7 . (3.3)

MAaXjc1,n,] Pr(z;), n, >0

Los ejemplos considerados més informativos son aquellos que tienen los valores
minimos de esta estrategia de consulta (mayor incertidumbre). Ademéas se
implement6 un criterio de detencion para el proceso de AL, utilizando el método
de la varianza aplicado a los valores de la estrategia de consulta ¢(+) de los ejemplos

considerados mas informativos [87]. Este método analiza en cada iteracion una
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ventana historica de n, varianzas, V = {V;,...,V,, } desde el valor actual V,,,
para determinar si se ha alcanzado o no una disminucién sostenida a partir de un
valor maximo. Matemaéticamente, el AL debe detenerse al cumplirse el siguiente

criterio: Vo > Vy, y Vo > max{Vjs,...V,, }.
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Capitulo 4

Resultados

En este Capitulo se muestran los resultados de los experimentos realizados para
evaluar a los algoritmos de clasificacion de textos biomédicos implementados. Los
resultados de clasificacion muestran la efectividad de los algoritmos basados en
expresiones regulares y aprendizaje activo para la clasificacion de textos biomédicos

en comparacion a los métodos existentes.

4.1. Evaluacién de desempeno

Para comparar el desempeno de CREGEX, se implementaron clasificadores basados
en SVM, NB y BERT. En el caso de NB se consider6 un modelo multinomial,
mientras que en SVM un kernel lineal, manteniendo los demés parametros
por defecto [6,93]. La Figura 4.1 muestra un esquema de los clasificadores
implementados basados en una SVM, NB y BERT. En el caso de SVM se muestra
el hiperplano de separacion de las clases (ejemplo de dos dimensiones) junto
con los vectores de soporte, mientras que en NB se muestra la independencia
condicional de las caracteristicas para una determinada clase. Finalmente, en el
caso de BERT se muestra que para tareas de clasificacion de textos es posible
utilizar la representacion vectorial del token [CLS|, obtenido de la salida de la
ultima capa de los transformadores, junto con un clasificador softmax, donde

{p1,..., i} son las probabilidades predictivas para un texto de prueba [1,5].
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Figura 4.1: Esquema de algoritmos de clasificacion. A: SVM, B:NB, C: BERT.
Fuente: Adaptacion propia [4-6].

En los clasificadores SVM y NB se utilizaron como caracteristicas secuencias
consecutivas de tokens (nm-gramas), considerando 1l-gramas (N1), es decir,
secuencias consecutivas de un token y 2-gramas (N2), es decir, secuencias
consecutivas de dos tokens [94]. Ademas, también se utilizo el espacio de
caracteristicas generado por FREGEX para el entrenamiento de estos clasificadores.
Todos los tipos de caracteristicas fueron representados matricialmente segtn el
método TF-IDF [33,35]:

TF — IDF = TF, 4 x IDF, p, (4.1)
D
[DFt,D = l0g10<%), (42)

Donde TF representa la frecuencia absoluta de cada uno de los tokens t en cada
uno de los textos d, mientras que IDF representa la frecuencia inversa de los
tokens en todo el dataset D. Por otro lado, en el caso de BERT se utiliz6 el

modelo pre-entrenado base-multilingual-uncased, y para fines de clasificacion se
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implement6 un clasificador softmax para ajustar los parametros del modelo a las
tareas de clasificacion, considerando los siguientes pardametros: nimero de épocas
= 4, batch size = 8, dropout = 0.1, y un optimizador Adam (tasa de aprendizaje
= 27°) [1,95,96].

Para el entrenamiento y evaluacion de los clasificadores se implementé validacion
cruzada de 10 iteraciones (10-fold cross validation), repitiendo los experimentos
10 veces para luego promediar los resultados de clasificacion [97,98]|. En otras
palabras, en cada experimento el 90 % de los datos se utilizo para conformar
el conjunto de entrenamiento, mientras que el restante 10 % fue utilizado para

evaluar el desempenio de los clasificadores en términos de ACC y F1 segtn:

TP+TN
A = 4.
ce TP+ FP+TN 4+ FN’ (4.3)
2T P
F1 (4.4)

T TP+ FEN+ FP’

Donde FP y FN corresponden a los errores de clasificacion (falsos positivos y
negativos), mientras que TP y TN a los aciertos (verdaderos positivos y negativos).
La Figura 4.2 muestra una representacion gréafica de las métricas denominadas
precision (del inglés, precision) y exhaustividad (del inglés, recall). A diferencia del
ACC, el par precision-exhaustividad entregan informacion sobre el comportamiento
del clasificador respecto del porcentaje de predicciones positivas correctamente
clasificadas y sobre el porcentaje de casos positivos capturados, respectivamente
[99]. En este sentido, la métrica F1 busca un balance entre la precision y la

exhaustividad en un tnico valor (media armonica).
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Figura 4.2: Representacion grafica de las métricas precision y exhaustividad.
Fuente: Adaptacion propia .
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Adicionalmente, se implementaron diferentes tipos de curvas de aprendizaje para
evaluar los algoritmos propuestos. En primer lugar, se implementaron curvas de
aprendizaje para analizar el comportamiento de los clasificadores SVM y NB
en términos de cantidad de caracteristicas ny (%) y desempeno en términos de
ACC (%) y F1 (%). Las caracteristicas extraidas, ya sea mediante n-gramas y
FREGEX, tokens = {t ..., t,, }, fueron seleccionadas progresivamente de acuerdo

a la importancia medida en términos de ganancia de informacion (IG) segun:

IG(t;) = H(Y) = H(Y/t;) (4.5)

Donde H(Y) es el valor de entropia de las clases en el conjunto de datos, mientras
que H(Y/t;) es el valor de informacién mutua asociado al vector de caracteristicas
del token t; y las clases Y del conjunto de datos. Por otro lado, en cuanto al AL
y PL se implementaron curvas de aprendizaje para analizar el desempeno de los
clasificadores en términos de cantidad de ejemplos de entrenamiento y desempeno
en términos de ACC (%) y F1 (%). Para crear las curvas de aprendizaje se
seleccionaron iterativamente 50 ejemplos desde el conjunto de datos no etiquetado,
dependiendo de la estrategia de consulta utilizada [20]. En el caso del PL se
seleccionaron aleatoriamente los ejemplos desde el conjunto de datos no etiquetado.
Por otro lado, en cuanto a las estrategias de consulta de AL se consider6 en el caso

de SVM las distancias al hiperplano y la similitud coseno, mientras que en NB se

Lhttps://towardsdatascience.com /whats-the-deal-with-accuracy- precision-recall-and-f1-f5d8b4db1021
https://medium.com/stradigiai /image-and-video-understanding-a-roadmap-for-implementation-a006f63fe0c
Fecha de tdltimo accesso: 25 de Diciembre de 2020 a las 16:52 hrs.


https://towardsdatascience.com/whats-the-deal-with-accuracy-precision-recall-and-f1-f5d8b4db1021
https://medium.com/stradigiai/image-and-video-understanding-a-roadmap-for-implementation-a006f6f3fe0c
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utilizo el criterio de entropia méaxima [72,75,76]. En el caso del clasificador basado
en BERT se utiliz6 el método de Monte Carlo Dropout, considerando el criterio de
entropia maxima del promedio de 10 predicciones para un mismo ejemplo [80,81].
Por otro lado, en cuanto a CREGEX se analiz6 como el aprendizaje voraz o
greedy y conservativo (normalizado) afectan conjunta e independientemente en la
estrategia de consulta de la ecuacion (3.2) en el proceso de AL. Matematicamente,

se utilizdé una combinaciéon convexa de la siguiente manera:

¢ (z;) = X max Pr(z;)+ (1 —\) méx sw_sim(x;, 2;), (4.6)
JE€[1,nr] J€[1,n]

Para analizar la ecuacion (4.6) se utilizaron tres variantes del algoritmo segtn:
(1) AMB: X\ =1, es decir, la componente de la métrica de desempenio (Pr).

(1) CMB: A = 0,5, es decir, una combinacién de componentes de precision y
similitud de SW.

(11) DIV: A = 0, es decir, la componente de diversidad (similitud de SW

normalizada).

Notar que la estrategia de consulta propuesta de la ecuacion (3.2) no combina las
componentes, solo usa una de ellas dependiendo del valor de n,. Ademas, se calculd
el area bajo la curva de aprendizaje segtin el método del trapecio, normalizado por
la cantidad de iteraciones. Por otro lado, se analiz6 la significancia estadistica de los
resultados obtenidos mediante las pruebas T-student para muestras relacionadas
y la prueba no paramétrica Wilcoxon signed-rank, previo anélisis de bondad
de ajuste (normalidad) de los datos segun las pruebas Kolmogorov-Smirnov y
Shapiro-Wilk (o = 0.05). Finalmente, para analizar los errores de clasificacion de
los clasificadores durante el entrenamiento y prueba se utilizé la métrica pérdida

uno-cero (e) segun [100]:

e(yi,y;) = { sy , (4.7)

0, caso contrario,

Donde y; y i representan las predicciones y las etiquetas, respectivamente.
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4.2. Espacio de caracteristicas: FREGEX

Esta seccién muestra los resultados de clasificacion de los algoritmos NB y SVM
entrenados con caracteristicas extraidas en la forma de n-gramas y en base a
expresiones regulares (FREGEX), las cuales fueron representadas matricialmente
mediante el método TF-IDF .

4.2.1. Resultados de clasificacion

La Tabla 4.1 muestra los resultados de clasificacion de NB y SVM en términos de
ACC (%) y F1 (%) utilizando N1, N2 y FREGEX. En la mayoria de los casos,
excepto en el conjunto de datos TABAQUISMO en NB-N2, el uso de FREGEX
mejor6 el desempeno de SVM y NB en comparacion al uso de n-gramas. Esto
también se puede observar al analizar el desempeno por cada clase del problema.
Segun lo indicado en la Figura 4.3, FREGEX permitié mejorar el desempeno de
SVM y NB con algunas excepciones en el conjunto de datos OBESIDAD (clase
positiva) y TABAQUISMO (clase negativa y positiva). En resumen, FREGEX
permitié6 mejorar el desempeno de SVM y NB en la mayoria de los casos en
comparacion al uso de n-gramas, siendo mas efectivo en los conjuntos de datos
con mayor presencia de informacién antropométrica (por ejemplo, el indice de

masa corporal), especialmente en el conjunto de datos TIPOS DE OBESIDAD.

Tabla 4.1: Resultados de clasificacion promedio de SVM y NB utilizando como
caracteristicas n-gramas y FREGEX. Fuente: Elaboraciéon propia.

Clasificador OBESIDAD [TIPOS OBESIDAD| TABAQUISMO

ACC (%) [F1 (%)|ACC (%)] F1 (%) |ACC (%)] F1 (%)
SVM-FREGEX| 96.84 | 96.86 | 91.27 91.39 86.16 86.37
SVM-N1 96.37 | 96.39 | 82.75 82.98 84.64 84.77
SVM-N2 94.30 | 94.39 | 88.44 88.71 [85.92)(®) [86.27(*)(@)
NB-FREGEX 89.96 | 90.28 | 88.32 88.60 81.49 81.75
NB-N1 87.50 | 87.46 | 74.33 74.39 76.71 76.98
NB-N2 89.659 (| 89.62 | 82.27 82.65 82.84 83.12

(). Indica que no hubo diferencias estadisticamente significativas en
comparacion a SVM-FREGEX y NB-FREGEX, respectivamente (p > 0,05).(@)
T-student. ¥ Wilcoxon signed-rank.
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Figura 4.3: Desempeno de los clasificadores en términos de F1 (%) promedio
para cada clase en cada conjunto de datos. *)*) Indica que no hubo diferencias
estadisticamente significativas en comparacion a SVM-FREGEX y NB-FREGEX,
respectivamente (p > 0,05).( T-student. ) Wilcoxon signed-rank. Fuente:
Elaboracion propia.

4.2.2. Curvas de aprendizaje de selecciéon de caracteristicas

La Tabla 4.2 presenta el nimero de caracteristicas promedio extraidas mediante
n-gramas y por FREGEX. Es posible observar que en todos los casos el niimero de
caracteristicas extraidas mediante FREGEX fue menor a las extraidas mediante

n-gramas.

Tabla 4.2: Cantidad promedio de caracteristicas extraidas mediante n-gramas y
FREGEX. Fuente: Elaboraciéon propia.

Conjunto de datos Cantidad de caracteristicas promedio
FREGEX N1 N2
OBESIDAD 2558 4123 13821
TIPOS OBESIDAD 2058 4166 15272
TABAQUISMO 2672 3682 13736

La Figura 4.4 muestra las curvas de aprendizaje de los clasificadores en términos de
ntimero de caracteristicas (%) y desempeno medido en términos de ACC (%) y F1
(%). En general, FREGEX permiti6 mejorar el desempenio de SVM y NB durante
todas las curvas de aprendizaje, especialmente en el conjunto de datos TTPOS
DE OBESIDAD. Ademés, al analizar el porcentaje minimo de caracteristicas
necesarios para obtener un mismo desempeno en todos los clasificadores (ver Tablas

4.3, 4.4 y 4.5) es posible observar que FREGEX no solo mejor6 el desempeno
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de SVM y NB, sino que también fue més eficiente en términos de ntmero de
caracteristicas que los n-gramas, permitiendo extraer patrones representativos de

los textos para cada problema de clasificacion.
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Figura 4.4: Curvas de aprendizaje de los clasificadores en términos de cantidad
de caracteristicas de entrenamiento (%) y desempertio en términos de ACC (%) y
F1 (%). Fuente: Elaboracion propia.
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Tabla 4.3: Cantidad de caracteristicas promedio (%) necesarias para obtener un
determinado desempeno segtn las curvas de aprendizaje para el conjunto de datos
OBESIDAD. Fuente: Elaboracién propia.

Meétrica Cantidad minima de caracteristicas de entrenamiento (%)
(%) > | SVM-FREGEX | SVM-N1 | SVM-N2 | NB-FREGEX | NB-N1 | NB-N2
ACC F1 ACC|F1|ACC|F1|ACC| F1 |ACC|F1| ACC|F1
88 5 5 5 5 5 5 5 5 5 5 5 5
89 5 5 5 5 5 5 5 5 - - 5 5
90 5 5 5 5 5 5 5 5 - - 5 5
92 5 5 5 5 5 5 5 5 - - - -
94 5 5 5 5 5 5 - - - - - -
96 10 10 10 10| - - - - - - - -
97 - 100 - - - - - - - - - -
“” Indica que el clasificador no alcanzé el desempeno indicado en la fila

correspondiente.

Tabla 4.4: Cantidad de caracteristicas promedio (%) necesarias para obtener un
determinado desempeiio segiin las curvas de aprendizaje para el conjunto de datos
TIPOS DE OBESIDAD. Fuente: Elaboracion propia.

Métrica Cantidad minima de caracteristicas de entrenamiento ( %)
(%) > | SVM-FREGEX | SVM-N1 | SVM-N2 | NB-FREGEX | NB-N1 | NB-N2
ACC F1 ACC|F1|ACC|F1|ACC| F1 |ACC|F1| ACC|F1
74 5 5 5 5 5 5 5 5 10 [25] 5 5
75 5 5 5 5 5 5 5 5 25 | - 5 5
84 5 5 25 |25] 5 5 5 5 - - 5 5
88 5 5 - - 5 5 5 5 - - - -
89 5 5 - - - |25] 10 10 - - - -
90 5 5 - - - -1 15 15 - - - -
92 55 5%) - - - - - - - - - -
“” Indica que el clasificador no alcanzé el desempeno indicado en la fila

correspondiente.
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Tabla 4.5: Cantidad de caracteristicas promedio (%) necesarias para obtener un

determinado desempeno segtn las curvas de aprendizaje para el conjunto de datos
TABAQUISMO. Fuente: Elaboracion propia.

Métrica Cantidad minima de caracteristicas de entrenamiento (%)

(%) > [ SVM-FREGEX | SVM-N1 | SVM-N2 | NB-FREGEX [ NB-N1 [ NB-N2

ACC F1 ACC|F1|ACC|F1 | ACC| F1 |ACC|F1|ACC]|F1
7 ) ) ) ) d 5 ) > 70 |70 5 5
82 ) ) ) ) 3 5 5 3 - - | 80 |20
84 ) ) 80 | 75| 5 5 - - - - - -
87 95 95 - -1 20 |20 - - - - - -

“” Indica que el clasificador no alcanzé el desempeno indicado en la fila

correspondiente.

4.3. Clasificacion de textos: CREGEX

4.3.1. Resultados de clasificacién

La Tabla 4.6 muestra los resultados de clasificacion de CREGEX, NB, SVM y
del clasificador basado en BERT en términos de ACC (%) y F1 (%). En todos
los casos el desempeno de CREGEX fue superior a SVM y NB en todas las
métricas desempeno. En cuanto a BERT, CREGEX obtuvo un mejor desempeno
en todos los conjuntos de datos, pero levemente inferior en el conjunto de datos
TABAQUISMO (diferencias estadisticamente no significativas, p > 0,05). Esto
también se puede observar al analizar el desempeno por cada clase del problema.
Segun lo indicado en la Figura 4.5, el desempenio de CREGEX fue superior al
resto de los clasificadores, excepto para la clase negativa del conjunto de datos
TABAQUISMO. Esto indica que las expresiones regulares requieren una mayor
cantidad de ejemplos de entrenamiento para capturar elementos temporales y

negaciones, cuya presencia es mayor en el conjunto de datos TABAQUISMO.
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Tabla 4.6: Resultados de clasificacion promedio de CREGEX y el resto de los
clasificadores. Fuente: Elaboraciéon propia.

Clasificador] OBESIDAD [TIPOS OBESIDAD| TABAQUISMO
ACC (%)[F1 (%)|ACC (%)[ F1 (%) |ACC (%)] F1 (%)
CREGEX 97.53 | 97.58 | 94.75 94.82 88.86 89.11
BERT 96.76 | 96.84 | 90.35 90.46 |89.22(")(@)[89 33(*)(@)
SVM-N1 96.37 | 96.39 | 82.75 82.98 84.64 84.77
SVM-N2 94.30 | 94.39 | 88.44 88.71 85.92 86.27
NB-N1 87.50 | 87.46 | 74.33 74.39 76.71 76.98
NB-N2 89.65 | 89.62 | 82.27 82.65 82.84 83.12

(%)

Indica que no hubo diferencias estadisticamente significativas en
comparacién a CREGEX. (p > 0,05).(*) T-student.
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Figura 4.5: Desempeno de los clasificadores en términos de F1 (%) para cada
clase del problema en cada conjunto de datos. *) Indica que no hubo diferencias
estadisticamente significativas en comparacion a CREGEX (p > 0,05). (@) T-
student. ® Wilcoxon signed-rank. Fuente: Elaboracion propia.

La Figura 4.6 muestra la distribucion de casos de los resultados de clasificacion de
CREGEX: (i) ninguna expresion regular coincide con un texto de prueba (caso 1);
(ii) m, expresiones regulares coinciden con un texto de prueba (caso 2). En todos
los casos un porcentaje inferior al 5% no coincidi6é con un texto de prueba (caso
1), siendo el conjunto de datos OBESIDAD el que present6 el menor porcentaje,
seguido del conjunto de datos TTPOS DE OBESIDAD y TABAQUISMO. Esto
puede ser explicado por el hecho que si bien el conjunto de datos OBESIDAD
y TIPOS DE OBESIDAD pueden compartir terminologia médica, corresponden

a problemas binarios y multiclases, respectivamente. Por otro lado, el conjunto
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de datos TABAQUISMO si bien es un problema binario, presenta una mayor
complejidad léxica, debido a la presencia de negaciones y temporalidad del habito

tabaquico en los textos.
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Figura 4.6: Distribucién promedio de casos en la clasificacion de CREGEX.
Caso 1: Ninguna expresion regular coincide con un texto de prueba. Caso 2: Al
menos una expresion regular coincide con un texto de prueba. Fuente: Elaboracion
propia.

4.3.2. Curvas de error de entrenamiento

La Figura 4.7 muestra las curvas de error de los clasificadores en términos de
pérdida uno-cero (ver ecuacion 4.7) durante el entrenamiento y prueba. En todos
los casos el error de entrenamiento es menor al error de prueba, manteniéndose
relativamente estables las curvas luego de disminuir en el primer tramo. El mismo
comportamiento se puede observar en la mayoria de los casos en el resto de los
clasificadores (ver Figura C1.1, C1.2, C1.3 del Anexo).
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Figura 4.7: Curvas de error de CREGEX en términos de ejemplos de
entrenamiento y pérdida uno-cero. Fuente: Elaboracion propia.

4.4. Aprendizaje activo

4.4.1. Curvas de aprendizaje pasivo y activo

La Figura 4.8 muestra la evolucién promedio de los valores de la estrategia
de consulta de CREGEX en funciéon de la cantidad de ejemplos seleccionados
(%). Se observan dos fases: (i) una fase inicial o de estado transiente, donde los
valores se ajustan a medida que los ejemplos son seleccionados ; y (ii) una fase de
estabilizacion o de estado estacionario, donde los valores tienen una variabilidad
baja. En este sentido, los valores de la estrategia de consulta del conjunto de datos
OBESIDAD se estabilizan mas réapido, seguido por el conjunto de datos TTPOS
DE OBESIDAD y TABAQUISMO.
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Figura 4.8: Dinamica de los valores (puntajes) de la estrategia de consulta
en funciéon del porcentaje de textos de entrenamiento seleccionados. Fuente:
Elaboraciéon propia.

La Figura 4.9 muestra las curvas de aprendizaje de CREGEX en términos de
cantidad de ejemplos de entrenamiento y desempenio en términos de ACC (%) y
F1 (%), segtn los resultados obtenidos en la combinacion convexa de la ecuacion
(4.6). En otras palabras, se estudi6 el impacto del aprendizaje voraz (greedy)
y conservativo de forma conjunta e independiente en la estrategia de consulta
de la ecuacion (3.2) en el proceso de AL de CREGEX. Se analizaron cuatro
casos: AMB (s6lo la componente voraz); DIV (s6lo la componente conservativa
normalizada por el valor de similitud maximo entre los ejemplos seleccionados);
CMB (combinacion de componentes ponderadas igualmente); y CLF (la estrategia
de consulta propuesta). En términos generales se puede observar que en todos los
casos la componente DIV es la que obtiene el desempeno mas bajo en comparacion
a la estrategia de consulta propuesta CLF. Este comportamiento también se puede
observar en los resultados de area bajo la curva de la Tabla. 4.7. La estrategia
de consulta propuesta resulté ser mas efectiva que el resto de componentes,
especialmente en el conjunto de datos OBESIDAD. Ademas, al comparar la
cantidad minima de ejemplos de entrenamiento para alcanzar un mismo desempeno
se observa que, en general, la estrategia de consulta propuesta requiere una menor

cantidad de ejemplos que el resto de estrategias (ver Tabla 4.8, 4.9 y 4.10).
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Figura 4.9: Curvas de aprendizaje activo de CREGEX en términos de cantidad
de ejemplos de entrenamiento y desempeno en términos de ACC (%) y F1 (%).
Fuente: Elaboraciéon propia.

Tabla 4.7: Resultados promedio de las areas bajo las curvas de aprendizaje de
CREGEX de acuerdo a la funcién de combinacién convexa. Fuente: Elaboracion
propia.

Clasificador OBESIDAD TIPOS OBESIDAD TABAQUISMO

ACC (%) | F1 (%) |ACC (%)| F1 (%) |ACC (%)| F1 (%)

CREGEX-AMB | 97.14®)(@) [ 97.24()(a) | 94 31 94.40 87.12 87.43

CREGEX-DIV [96.85)(@ [ 96.92()®) | 93 17()(@) [ 93.98)(@) | 8575 [86.13™*)@)

CREGEX-CMB | 97.12®)(@) [ 97.21()(@) | 94 43)(@) | 94 53)(@) [ 86.34)(@) [ 86.68*)(@)

CREGEX-CLF 97.15 97.25 94.41 94.52 86.56 86.87

) Indica que no hubo diferencias estadisticamente significativas en comparacion a
CLF (p > 0,05).( T-student. ) Wilcoxon signed-rank.
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Tabla 4.8: Cantidad de ejemplos de entrenamiento necesarios para obtener un
determinado desempeno segin la funciéon de combinacién convexa de CREGEX
para el conjunto de datos OBESIDAD. Fuente: Elaboracién propia.

Meétrica (%) > | Cantidad minima de ejemplos de entrenamiento
ACC (%) F1 (%)
AMB | DIV |CMB | CLF | AMB | DIV | CMB | CLF
97 150 | 200 | 150 | 150 | 150 | 200 | 150 | 150
98 - - 250 - - - 250 -

“” Indica que el clasificador no alcanzé el desempeno indicado en la
fila correspondiente.

Tabla 4.9: Cantidad de ejemplos de entrenamiento necesarios para obtener un
determinado desempeno segun la funcién de combinacion convexa de CREGEX
para el conjunto de datos TIPOS DE OBESIDAD. Fuente: Elaboraciéon propia.

Meétrica (%) > | Cantidad minima de ejemplos de entrenamiento
ACC (%) F1 (%)
AMB | DIV |CMB | CLF | AMB | DIV | CMB | CLF
94 200 | 450 | 200 | 150 | 150 | 450 | 200 | 150
95 200 | - | 400 | 200 | 200 | - 350 | 200
96 - - - - - - - 200

“-” Indica que el clasificador no alcanzé el desempeno indicado en la
fila correspondiente.

Tabla 4.10: Cantidad de ejemplos de entrenamiento necesarios para obtener un
determinado desempeno segun la funcién de combinaciéon convexa de CREGEX
para el conjunto de datos TABAQUISMO. Fuente: Elaboraciéon propia.

Meétrica (%) > | Cantidad minima de ejemplos de entrenamiento
ACC (%) F1 (%)
AMB | DIV |CMB | CLF | AMB | DIV | CMB | CLF
89 500 | 800 | 800 | 450 | 500 | 800 | 450 | 450
90 - - - - 800 | 850 - -

“” Indica que el clasificador no alcanzé el desempeno indicado en la
fila correspondiente.

Las Figuras 4.10 y 4.11 muestran las curvas de aprendizaje de los clasificadores
de acuerdo al namero de caracteristicas y el desempeno en términos de ACC (%)
y F1 (%). En cada caso se analiz6 un aprendizaje pasivo (PL) o una seleccion
aleatoria y una estrategia de consulta de aprendizaje activo (CLF). En el caso

de SVM se consider6 ademés una estrategia de consulta basada en las distancias
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al hiperplano y similitud coseno (CMB) [76]. Es posible observar que CREGEX
tiene un mejor desempeno que el resto de los clasificadores durante las curvas de
aprendizaje, especialmente en el conjunto de datos TIPOS DE OBESIDAD. Esto
altimo también se puede observar en los resultados de area bajo la curva de la
Tabla 4.11. En todos los casos el AL permitié obtener un desempeno mayor o
igual al PL. En este sentido, la estrategia de consulta propuesta para CREGEX

permitié obtener el mejor desempeno que el resto de las estrategias analizadas.
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Figura 4.10: Curvas de aprendizaje pasivo de los clasificadores en términos de
cantidad de ejemplos de entrenamiento y desempernio en términos de ACC (%) y
F1 (%). Fuente: Elaboracion propia.
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Figura 4.11: Curvas de aprendizaje activo de los clasificadores en términos de
i y

cantidad de ejemplos de entrenamiento y desemperio en términos de ACC (%)

(%). Fuente: Elaboracion propia.
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Tabla 4.11: Resultados promedio de las areas bajo las curvas de aprendizaje
de los clasificadores en funcion de las diferentes estrategias de consulta. Fuente:
Elaboracion propia.

Clasificador OBESIDAD TIPOS OBESIDAD TABAQUISMO

ACC (%)| F1 (%) [ACC (%)] FI (%) |ACC (%)]| F1 (%)
CREGEX-PL 96.82 96.88 92.95 93.12 84.91 85.37
CREGEX-CLF | 97.15®® | 97.25 94.41 94.52 86.56 86.87
BERT-PL 94.28 93.74 77.68 75.78 82.67 82.83
BERT-CLF 94.97 94.81 82.49 81.49 83.16 83.55
SVM-N1-PL 94.17 94.22 76.12 75.87 79.47 79.76

SVM-N1-CLF 95.15 95.27 80.60 80.85 81.60 81.82

SVM-N1-CMB | 95.16 95.22 79.44 79.49 | 80.18™@ | 80.40™)(@)

SVM-N2-PL 89.83 90.19 80.99 81.28 79.75 80.80

SVM-N2-CLF 93.36 93.50 86.40 86.58 83.03 83.43

SVM-N2-CMB | 93.29 03.42 86.40 86.66 | 81.51@ |81 .87H)(@)

NB-N1-PL 87.78 87.72 71.61 71.26 73.37 73.68
NB-N1-CLF 87.78™)@) [ &7 78)(@) [ 72 70™)(@) | 72 50™)(a) | 7576 76.12
NB-N2-PL 89.12 89.08 79.21 79.31 77.97 78.18
NB-N2-CLF 91.34 91.39 81.09 81.42 80.74 81.04

() Indica que no hubo diferencias estadisticamente significativas en comparacion a
PL en el clasificador correspondiente (p > 0,05).® T-student. » Wilcoxon signed-
rank.

Las Tablas 4.12, 4.13, 4.14 y 4.15, 4.16 y 4.17 muestran la cantidad minima
de ejemplos de entrenamiento necesarios para obtener un mismo desempeno en
todos los clasificadores, segin lo observado en las Figuras 4.10 y 4.11. En la
mayoria de los casos, excepto en NB-N1 en el conjunto de datos OBESIDAD y
TIPOS DE OBESIDAD el uso de AL permitié reducir el nimero de ejemplos de
entrenamiento para alcanzar un mismo desempernio en términos de ACC (%) y
F1 (%) en comparacion al PL. En el caso de BERT, estos resultados muestran la

efectividad de la estrategia de consulta utilizada para este tipo de clasificadores
basados en DNNs.
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Tabla 4.12: Cantidad de ejemplos de entrenamiento necesarios para obtener un
determinado desempeno segiin las curvas de aprendizaje pasivo de los clasificadores
para el conjunto de datos OBESIDAD. Fuente: Elaboracién propia.

Métrica (%) > Cantidad minima de ejemplos de entrenamiento
CREGEX| BERT |SVM-NI1| SVM-N2 | NB-N1 | NB-N2
ACC| F1 |ACC| F1 |[ACC| F1 |ACC| F1 |[ACC|F1|ACC|F1
89 100 {100 | 200 [200| 200 |200| 350 | 350 | 500 |[500| 400 [400
90 100 {100 | 200 [200| 200 |200| 400 | 400 | - - | 500 {550
94 100 {100 | 250 [200| 350 |350|1045|1045| - - - -
96 200 | 200 | 350 |300| 600 [600| - - - - - -
97 500 | 500 | 750 |750| - - - - - - - -

“.” Indica que el clasificador no alcanz6é el desempeno indicado en la fila
correspondiente.

Tabla 4.13: Cantidad de ejemplos de entrenamiento necesarios para obtener un
determinado desempeno segun las curvas de aprendizaje activo de los clasificadores
para el conjunto de datos OBESIDAD. Fuente: Elaboracién propia.

Meétrica Cantidad minima de ejemplos de entrenamiento

(%) > [CREGEX]| BERT [SVM-N1[SVM-N1®[SVM-N2|SVM-N2®)[ NB-N1 | NB-N2

ACC| F1 |ACC|F1|ACC|F1|ACC| F1 |ACC|F1|ACC| F1 |ACC|F1]|ACC|F1
88 50 | 50 | 150 (150| 150 |150| 150 | 150 | 150 |150] 150 | 150 | 350 [350| 100 {100
93 | 100 | 100 | 200 {200] 200 |200{ 200 | 200 | 250 |250| 250 | 250 | - | - | 400 {400

95 | 150 | 150 | 250 |250| 250 |250| 300 | 250 | 350 |350| 500 | 500 | - | - | -

96 | 150 | 150 | 300 |250| 300 (300| 350 | 350 | - | - | - - - - -

97 | 150 | 150| 300 |300] - | - | - - - -] - - - o] -

“-” Indica que el clasificador no alcanzo el desempeno indicado en la fila correspondiente.

() Combinacion de distancia al hiperplano y similitud coseno (CMB).
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Tabla 4.14: Cantidad de ejemplos de entrenamiento necesarios para obtener un
determinado desempeno segin las curvas de aprendizaje pasivo de los clasificadores
para el conjunto de datos TIPOS DE OBESIDAD. Fuente: Elaboracion propia.

Métrica (%) > Cantidad minima de ejemplos de entrenamiento
CREGEX| BERT |SVM-NI1 |SVM-N2| NB-N1 | NB-N2
ACC| F1 |[ACC| F1 |ACC| F1 |[ACC| F1 |[ACC| F1 |ACC| F1
74 50 | 50 | 300 |350| 300 |350| 200 {200{ 550 |550| 100 |100
82 50 | 50 | 550 |550| 750 |750| 500 {500| - - | 800 [750
83 50 | 50 | 550 |700| 819 |819| 550 |{550| - - - -
87 50 | 50 | 700 |700| - - | 750 {700| - - - -
88 100 | 50 | 750 |700| - - - 800 - - - -
90 100 | 100 | 819 |819| - - - - - - - -
94 500 {500 | - - - - - - - - - -

“” Indica que el clasificador no alcanzé el desempeno indicado en la fila
correspondiente.

Tabla 4.15: Cantidad de ejemplos de entrenamiento necesarios para obtener un
determinado desempeno segtn las curvas de aprendizaje activo de los clasificadores
para el conjunto de datos TIPOS DE OBESIDAD. Fuente: Elaboraciéon propia.

Métrica Cantidad minima de ejemplos de entrenamiento
(%) > |CREGEX]| BERT [SVM-N1[SVM-N1®[SVM-N2[SVM-N2®)[ NB-N1 | NB-N2
ACC| F1 [ACC|F1|ACC|F1|ACC| F1 |ACC|F1]|ACC| F1 |ACC|F1|ACC|F1
74 50 | 50 | 200 |200| 100 |{100| 100 | 150 | 100 {100{ 100 | 100 | 600 |600| 100 {100
82 50 | 50 | 300 |400| 500 |400| 600 | 600 | 200 |200{ 200 | 200 | - | - | 350 (350
83 50 | 50 | 400 |400| 500 [500| 650 | 650 | 250 |200{ 200 | 200 | - | - | - (400
84 50 | 50 | 400 1400 - [550| - - 12501250[ 200 | 200 | - | - | - | -
89 | 100|100 | 450 (600 - | - | - - 1400 |400] 450 | 450 | - | - | - | -
92 {100 100|700 {700 - |- | - - - - - - - - -
95 200200 - | -] - |-| - - - - - - - - -
96 - 12000 - |- - | -] - - - - - - - - -

“” Indica que el clasificador no alcanzé el desempeno indicado en la fila correspondiente.
(*) Combinacién de distancia al hiperplano y similitud coseno (CMB).
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Tabla 4.16: Cantidad de ejemplos de entrenamiento necesarios para obtener un
determinado desempeno segiin las curvas de aprendizaje pasivo de los clasificadores
para el conjunto de datos TABAQUISMO. Fuente: Elaboracion propia.

Métrica (%) > Cantidad minima de ejemplos de entrenamiento
CREGEX| BERT |SVM-NI1 |SVM-N2| NB-N1 | NB-N2
ACC| F1 |ACC| F1 |[ACC| F1 |ACC| F1|ACC| F1 |ACC| F1
76 100 {100 | 150 |150| 200 |200| 300 |250| 900 {900| 450 |400
82 350 | 350 | 400 |[400| 700 |700| 600 [550| - - 1 950 900
83 350 | 350 | 450 |450| 800 |750| 650 [600| - - - -
84 350 | 350 | 550 |550| - |900| 850 [700| - - - -
85 350 | 350 | 550 {550 - - 1 950 |850| - - - -
86 400 400 | 550 |550| - - - 1950 - - - -
88 700 | 650 | 800 [800| - - - - - - - -
89 - (900 - 979 - - - - - - - -

“” Indica que el clasificador no alcanz6é el desempeno indicado en la fila
correspondiente.

Tabla 4.17: Cantidad de ejemplos de entrenamiento necesarios para obtener un
determinado desempeno segtin las curvas de aprendizaje activo de los clasificadores
para el conjunto de datos TABAQUISMO. Fuente: Elaboracién propia.

Métrica Cantidad minima de ejemplos de entrenamiento
(%) > [CREGEX]| BERT [SVM-N1[SVM-N1®[SVM-N2|SVM-N2®)[ NB-N1 | NB-N2

ACC| F1 [ACC|F1|ACC|F1]|ACC| F1 |ACC|F1]ACC| F1 |ACC|F1]ACC|F1
78 1150 | 150 | 250 {200] 250 |250| 300 | 300 | 250 |200| 250 | 250 | 650 |550| 250 {250
83 | 250 | 250 | 400 |400| 400 |350| 650 | 550 | 350 (350 450 | 450 | - | - | 600 |600
84 | 250 | 250 | 400 |400] 500 [500| 650 | 650 | 400 |400{ 550 | 500 | - | - | - | -
86 | 350 (350|550 550 - | - | - - | 550 1550|650 | 650 | - | - | - | -
88 1400|350 800|600 - |- | - - - - - - - - -] -
89 1450|450 - |800| - | - | - - - -] - - - - -] -

“-” Indica que el clasificador no alcanzé el desempeno indicado en la fila correspondiente.
() Combinacion de distancia al hiperplano y similitud coseno (CMB).

4.4.2. Criterio de detenciéon

La Figura 4.12 muestra el criterio de detencion aplicado en el proceso de AL de
CREGEX utilizando el método de las varianzas de los valores de la estrategia
de consulta. Es posible observar que los valores de varianza de la estrategia
de consulta (abajo) siguen el valor maximo de las curvas de aprendizaje (ver
Figuras D1.1, D1.2 y D1.3 para el resto de los clasificadores). Finalmente, se

analiza el impacto del criterio de detencion en el desempeno de los clasificadores
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y la cantidad de ejemplos de entrenamiento utilizados. La Tabla 4.18 muestra
la reduccion promedio en términos de ACC (Ascc) v F1 (App), respecto al
valor maximo posible de las curvas de aprendizaje. La Tabla también muestra el
porcentaje de ejemplos de entrenamiento ( %y ) utilizados al momento de detener
el proceso de AL. Se puede observar que en todos los casos al detener el proceso de
AL, los clasificadores utilizaron entre un 32 % y un 80 % del total de ejemplos de
entrenamiento, con una reduccion promedio inferior al 7% en ambas métricas. En
el caso de CREGEX el criterio de detenciéon detuvo el proceso de AL utilizando
entre un 30 % a 50 % del total de ejemplos de entrenamiento con una reducciéon

de desempenio inferior al 2 % respecto al valor méximo.
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Figura 4.12: Ejemplo del criterio de detenciéon para el proceso de aprendizaje
activo de CREGEX. Fuente: Elaboracion propia.
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Tabla 4.18: Resultados del criterio de detencién de acuerdo al método de varianza
aplicado a los valores de las estrategias de consulta de los clasificadores. Fuente:
Elaboracion propia.

Classifier OBESIDAD TTIPOS DE OBESIDAD | TABAQUISMO

Asco |Ar1| %ox | Aace | Arr %ox Ajco | Ar1| Yx

CREGEX-CLF | 1.03 |0.98]32.06| 1.65 |1.58 44.62 1.84 | 1.78 | 50.09

BERT-CLF 1.21 |1.19 [43.07| 6.05 |6.24 73.34 4.41 |4.40|78.71

SVM-N1-CLF | 0.52 |0.51]46.89| 1.10 |1.12 80.67 1.10 | 1.20 | 65.93

SVM-N1-CMB | 1.29 |1.26 |40.67| 3.96 |3.72 76.40 2.48 |2.44166.95

SVM-N2-CLF | 0.52 [0.51|47.85| 2.09 |2.15 70.90 2.30 |2.32/66.95

SVM-N2-CMB | 1.03 |1.02|41.15] 0.99 |1.04 75.78 1.38 | 1.38 68.99

NB-N1-CLF 2.15 12.20]53.59| 2.86 |3.07 69.06 2.12 12.09]69.51

NB-N2-CLF 1.38 |1.35(46.42 | 2.53 |2.49 66.62 2.58 |2.55|55.71

A acce Indica una reduccion en términos de ACC (%) respecto al valor méximo.
A Indica una reducciéon en términos de F1 (%) respecto al valor maximo.

%x Indica el numero de ejemplos de entrenamiento ( %) utilizados para alcanzar
el determinado ACC y F1.
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Capitulo 5

Conclusiones y trabajo futuro

5.1. Sumario

En esta tesis se propuso el uso de algoritmos basados en expresiones regulares
para la clasificacion de textos biomédicos, como una alternativa a los algoritmos
de clasificacién més utilizados en esta area. Se desarrolld6 un método de extraccion
de caracteristicas, denominado FREGEX, como una alternativa al tradicional
uso de n-gramas, el cual permite extraer automaticamente caracteristicas en la
forma de expresiones regulares. Las expresiones regulares fueron utilizadas para
construir un espacio de caracteristicas que le permitieron a CREGEX definir una
funcion de decision para la clasificacion de textos biomédicos. En comparacion a los
clasificadores mas utilizados, CREGEX no requiere una representacion matricial
de los datos, facilitando un anélisis posterior a nivel de lenguaje natural de las
expresiones regulares utilizadas. Por otro lado, se formulé mateméticamente una
estrategia de consulta que permiti6é identificar los ejemplos considerados mas
informativos para CREGEX. Esta estrategia de consulta conforma el conjunto de
entrenamiento desde un conjunto no etiquetado considerando un equilibrio entre
un enfoque de aprendizaje tipo voraz o greedy, segin los valores de precision de las
expresiones regulares, y un aprendizaje conservador, inducido por la métrica de
diversidad del algoritmo de SW. Como criterio de detencion del AL se considerd
una reduccién sostenida en la varianza de los valores de las estrategias de consulta

de los clasificadores.
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5.2. Conclusiéon

De acuerdo a la investigacion realizada en este trabajo de tesis, se demuestra la
hipotesis que si se disena una estrategia de consulta de aprendizaje activo junto
con un criterio de detenciéon que permita determinar cuéles son los ejemplos mas
informativos en un conjunto de datos no etiquetado, identificando los casos de
ambigiiedad, se mejoraria el desempeno de un clasificador de textos biomédicos
basado en la generacion automaética de expresiones regulares, con un desempeno
superior al 85 % en términos de area bajo la curva de aprendizaje y utilizando
menos del 50 % de la cantidad total de ejemplos de entrenamiento en comparacion

al método de aprendizaje pasivo.

Los resultados indican que las caracteristicas extraidas mediante FREGEX, en
general, mejoraron el desempeno de SVM y NB (ver Tabla 4.1). Ademas, la
principal ventaja en el uso de FREGEX en comparacion al uso de n-gramas,
es que solo se extraen elementos representativos de cada conjunto de datos,
reduciendo la cantidad de elementos considerados ruidosos. Esto fue posible
gracias al agrupamiento de palabras similares, a la normalizaciéon de los nimeros
presentes en los textos y al uso de los algoritmos de alineacion de NW y SW|
los cuales permitieron capturar las variantes léxicas de las palabras en términos
de género y nimero gramatical. De esta forma, se responde afirmativamente la
pregunta de investigacion: “Para un determinado problema de clasificacién de
textos biomédicos, ; Puede un algoritmo basado en expresiones regulares capturar

las variantes léxicas de los términos representativos de cada clase del problema?”.

Respecto a CREGEX, los resultados indican que este clasificador obtuvo un mejor
desempeno que SVM y NB en todas las métricas de desempenio (ver Tabla 4.6).
Esto fue posible gracias a la capacidad que tuvieron las expresiones regulares para
representar patrones complejos desde los textos, incluyendo las variantes 1éxicas de
las palabras y los atributos numéricos (ver Figura 3.3). Ademas, CREGEX obtuvo
un mejor desempeno que BERT en todos los casos, excepto en el conjunto de datos
TABAQUISMO (aunque las diferencias no fueron estadisticamente significativas,
p > 0,05). Esto podria ser explicado por dos razones. En primer lugar, los conjuntos
de datos OBESIDAD y TIPOS DE OBESIDAD contienen més atributos numéricos
(informaciéon antropomeétrica) que el conjunto de datos TABAQUISMO. En este

sentido, se ha demostrado que BERT puede presentar problemas para representar
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correctamente los atributos numéricos en los textos. Lo contrario ocurre con las
expresiones regulares, las cuales han sido muy utilizadas en textos biomédicos con
presencia de atributos numéricos [20,52,53|. En segundo lugar, el conjunto de datos
TABAQUISMO presenta mayores elementos de temporalidad y negaciones en los
textos, y las expresiones regulares necesitan una mayor cantidad de ejemplos para
capturar dicha informacién. Sin embargo, la complejidad de CREGEX es menor a
BERT, al comparar la cantidad de pardmetros de este modelo basado en DNNs,
el cual fue entrenado en una gran cantidad de textos utilizando BooksCorpus
(800M palabras) y Wikipedia (2500M palabras) con 110M de parametros [1]. De
esta forma se responde afirmativamente la pregunta de investigaciéon: “Para un
determinado problema de clasificacion de textos biomédicos, ;Puede un algoritmo
basado en expresiones regulares tener un mejor desempeno que los algoritmos de

clasificacién méas utilizados?”

Los resultados de las curvas de error indican que CREGEX no presenta problemas
de generalizacion, evitando problemas de underfitting (subajuste) y overfitting
(sobreajuste). Esto queda demostrado por el hecho que la curva de error de prueba
se mantiene relativamente estable una vez que disminuye junto con la curva del

error de entrenamiento (ver Figura 4.7).

Por otro lado, la distribucion de casos de clasificacion de CREGEX (ver Figura
4.6) muestran que un porcentaje inferior al 5% de las expresiones regulares no
coincidieron con un texto de prueba. Esto indica que el método propuesto generd
suficientes expresiones regulares para representar a los textos biomédicos utilizando
solo el conjunto de entrenamiento. Esto presenta una ventaja respecto a otros
modelos més complejos como es el caso de BERT, el cual utilizé una gran coleccion

de documentos para ser entrenado.

Respecto al proceso de AL, en todos los casos, el drea bajo la curva de aprendizaje
fue superior a la de PL (ver Tabla 4.11). Ademas, en la mayoria de los casos, el
AL permiti6 reducir eficientemente el nimero de ejemplos de entrenamiento en
todos los conjuntos de datos en comparaciéon al PL. De esta forma, se responde
afirmativamente la pregunta de investigacion: “Para un determinado algoritmo
de clasificacion de textos biomédicos basado en expresiones regulares, ; Puede el
aprendizaje activo reducir efectivamente la cantidad de ejemplos de entrenamiento
necesarios para obtener un determinado desempeno en comparacion al aprendizaje

pasivo?”. Mas precisamente, el AL junto con el criterio de detenciéon permitié usar,
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en promedio, solo entre un 32 % a un 81 % del total de ejemplos de entrenamiento
sin pérdidas significativas de desempeno en términos de ACC (%) y F1 (%). En
este sentido, la estrategia de consulta propuesta para CREGEX resulto ser la
mas eficiente (ver Tabla 4.18). De esta forma, se responde afirmativamente la
pregunta de investigacion: “Para un determinado algoritmo de clasificacion de
textos biomédicos basado en expresiones regulares, ;Puede el aprendizaje activo
mejorar el desempeno en comparacion a otras estrategias de consulta de seleccion

de los ejemplos mas informativos?”.

5.3. Trabajo futuro

En este trabajo de tesis solo se utilizaron textos biomédicos en espanol. Como
trabajo futuro se plantea la posibilidad de aplicar los algoritmos en base a
expresiones regulares a textos biomédicos de otros idiomas o a textos de diferente
temética. Del mismo modo, se plantea la posibilidad de implementar algoritmos
para la extraccion de informacion, debido a la capacidad que demostraron las

expresiones regulares para representar patrones complejos de texto.

Por otro lado, se pretende mejorar algunos aspectos especificos del presente
trabajo, particularmente, el agrupamiento de palabras similares para capturar las
variantes léxicas y el filtrado automaético de expresiones regulares con algiin método
de seleccion de caracteristicas. Ademaés, se plantea la posibilidad de incorporar
mayor diversidad a las expresiones regulares, por ejemplo, incorporando algoritmos
genéticos durante la etapa de generacion automatica. Otro de los aspectos a mejorar
es reducir el tiempo de entrenamiento de los algoritmos propuestos debido a la
cantidad de alineaciones que se requieren para extraer los tokens representativos

desde los textos (ver Figura E1.1 del Anexo).

Finalmente, se comparara el desempenio de CREGEX con otros modelos de
lenguaje pre-entrenados debido al auge en el desarrollo de este tipo de modelos en
el altimo tiempo. Del mismo modo, se estudiara el impacto del AL en este tipo de

modelos, tal como se hizo con BERT en el presente trabajo.
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Anexo A

Conjuntos de datos

Al. Autorizacién para el uso de datos

En Octubre del ano 2019 se obtuvo la aprobacion del comité de ética del HGGB
de Concepcion (ver Figura Al.1) para el uso de los textos biomédicos en este

trabajo de tesis.

U. DE\NVEST. Y DESARROLLO
Ne 120 11.10.18

BS/ %mega

| 005018 17109019
~J ORD. N/ 12102018

Ant: Trabajo de Investigacion
Mat: Autorizacién Estudio
COD. 18-09-69

DE: SR. CARLOS CAPURRO DUPRE
DIRECTOR - HOSP.GMO.GRANT B.

A :SRTA ROSA FIGUEROA ITURRIETA
INVESTIGADORA RESPONSABLE

Junto con saludar, sirvase encontrar adjunto Acta de aprobacion de la Comisién de Investigacion del
Hospital Clinico Regional Dr.G.Grant Benavente, con fecha 09.10.18,en atencién a la cual esta Direccién

autoriza el desarrollo del estudio titulado: Desarrollo de algoritmos inteligentes para ayudar en la toma
=

de decisiones clinicas y en la p ion efectiva de ion de la salud je activo”, bajo su

P )

responsabilidad como investigadora responsable en este Centro.

N

Saluda atentamente,

ING. CARLOS CAPYRROD
N 74 DIRECTOR
"HOSPITAL GUILLERMQ GRANT BENAVENTE

Distribucion

IR RFI

O.Partes

Archivo U.de Invest.

Figura A1.1: Autorizacion del HGGB de Concepcién, Chile, para el uso de datos
de-identificados. Fuente: HGGB de Concepcion, Chile
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A2. Herramienta de anotacion

La Figura A2.1 muestra la herramienta de anotaciéon que permitié etiquetar
manualmente los textos biomédicos utilizados en este trabajo. Esta herramienta,
disenada en Qt/-designer y programada en Python, permite ingresar informacion

relevante (palabras claves) durante las sesiones de anotacion.

, °
Configuracion ———»

Marsber cango L Hombre campe 2 (N Configwacion - = HES [rap—
— —

Campos —— >

tivel de confianza

- Palabras
A claves

iv
Niveles — o o Progreso

Figura A2.1: Herramienta de anotacion para el etiquetado de textos biomédicos.
Fuente: Elaboracion propia.

A3. Indice de kappa

El indice de kappa (k) es una medida estadistica utilizada para medir el nivel de
acuerdo entre los observadores que participaron de un proceso de anotaciéon. Se

puede calcular segtn:

Pa_Pe

h=-2""¢
1-p°

(A1)

Con P, = concordancias observadas y P, = concordancias atribuibles al azar. Si el
namero de anotadores es igual a dos, se utiliza el indice de kappa de Cohen [101].
Las probabilidades P, y P. se calculan a partir de una matrizc,c de confusion

que contabiliza las anotaciones de los observadores segin:

C
1
Pa:_ Mii7 A2
P (A.2)
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c
1
Po=5 > MM, (A.3)
i=1
Donde C' es el niimero de clases y M el nimero de ejemplos anotados. Por otro
lado, si el grupo de anotadores es mayor a dos se utiliza el indice de kappa de
Fleiss [102]. Las probabilidades P, y P. se calculan a partir de una matriz,,¢

que contabiliza las anotaciones de los observadores segin:

M
P, =— P, A4
Donde
1 c
P = G- A
- o
C.
P, 28 &, (A.6)
i=1
Donde

1 M
By =3 ; mij, (A7)

Donde m es el ntimero de observadores. Dependiendo del valor de k es posible

establecer un nivel de acuerdo entre los anotadores segin lo indicado en la Tabla
A3.1 [103].

Tabla A3.1: Nivel de acuerdo entre los anotadores segun el indice de kappa (k).
Fuente: Elaboracién propia.

k Nivel de acuerdo
<0.00 Sin acuerdo
0.00-0.20 | Insignificante
0.21-0.40 | Mediano
0.41-0.60 | Moderado
0.61-0.80 | Sustancial
0.81-1.00 | Casi perfecto
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Anexo B

Algoritmos de alineaciéon
B1. Algoritmo de Needleman-Wunsch (NW)

El algoritmo de NW permite alinear globalmente dos secuencias A y B de longitudes
n4 y np respectivamente, utilizando una matriz H de dimensiones na.1 y ngi1-
Una vez que la matriz ha sido inicializada en la primera columna y fila con valores

negativos, el algoritmo asigna valores para cada posicion H(i, j) segin:

H(i—1,j — 1) +w(4;, B;)
H(i,j) =max< H(i—1,7) +w(A; —) ma>i>lng>j>1

Donde w(A;, B;) es una constante definida positiva o negativa en caso que los
caracteres A; y B; coincidan o no coincidan, respectivamente, mientras que
w(A;,—) y w(—, Bj) son constantes definidas negativas. Un ejemplo de alineacion

se muestra en la Figura B1.1.
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NW |- | B, | B, | Bs|Bs|Bs

- 0 |-1|-2|-3|4|-5

Ay -1/1 |0 |-1|-2]|-3

A, |-2|0 |2 |1 |0 -1
A3-3'11321>__A:0be5|dad
A, |4-2/0 1|2 |4 3 B-lo b = B

As S5/-3|-1]1 (3 |3

As | 6|-4|-2|0 |2 |2

A, |7|-5/-3|-1|1 |1

Ag 8| 6|4]-2]0 |0 | |

Figura B1.1: Ejemplo de alineacion global mediante el algoritmo de NW. A=
“obesidad”. B = “obeso”. Se consider6 un valor igual a -1 para todas las constantes
negativas y un valor igual a 1 para las constantes positivas. Fuente: Elaboracion
propia.

B2. Algoritmo de Smith-Waterman (SW)

El algoritmo de SW permite alinear localmente dos secuencias A y B de longitudes
n4 y np respectivamente, utilizando una matriz H de dimensiones na1 y ngi1.
Una vez que la matriz ha sido inicializada en la primera columna y fila con ceros,

el algoritmo asigna valores para cada posicion H(i, j) segin:

0
H(i—1,5—1)+w(4;, B))
H(i —1,7) +w(A;, —)
H(i,j — 1) +w(—, By)

H(i,j) = max na>i>1,ng>7>1

(B.2)

Donde w(A;, B;) es una constante definida positiva o negativa en caso que los
caracteres A; y B; coincidan o no coincidan, respectivamente, mientras que
w(A;, —) y w(—, B;) son constantes definidas negativas. Un ejemplo de alineacion

se muestra en la Figura B2.1.
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SW |- |B1|(B2|B3|B4|B5|B6 | B7 | B8

- 0|0 |0 |O |O |O |O |O |O

A; (0|2 1 0 0 0 0 0 0

A; 0|1 |10|9 |8 |7 |6 |5 |4

A; |O|O0 |9 |9 |8 |7 |6 |5 |4

As (0|0 |8 |8 |8 [22]|21]|20] 19

As (10|00 |7 |7 |7 |21]21|20]|19

As 10|00 |6 |6 |6 |20]24|23|22

A7 10|0 |5 |5 |5 [19|23|25|24

Az (0|0 |4 |4 |4 |18| 22| 2448

\ J

Y

A: | el paciente - es obes(?\w{,4}) con imc = 3[5-9{1}(?:[\.\,]\d+)?
B: | el paciente fumador(?\w{,1}) sufre obes(?:\w{,4}) - ime = 3[5-91{1}(:[\.\,]\d+)?

Figura B2.1: Ejemplo de alineaciéon local mediante el algoritmo de SW. A=
“el paciente es obes(?”:\w{,4}) con imc = 3[5-9]{1}(7:[\.\,]\d+)?”. B = “el
paciente fumador(7:\w{,1}) sufre obes(?:\w{,4}) imc = 3[5-9[{1}(7:[\.\,]\d+)7".
Se consider6 un valor igual a -1 para todas las constantes negativas y un valor
igual a la cantidad de caracteres de los tokens que coinciden para las constantes
positivas. Fuente: Elaboracion propia.
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Anexo C

Resultados de clasificacion

C1. Curvas de error de los clasificadores

Las Figuras C1.1, C1.2 y C1.3 muestran las curvas de error de entrenamiento de
los clasificadores en todos los conjuntos de datos. En todos los casos, el error de

entrenamiento es menor al error de pruebas.
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<008 E L <f T e
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Figura C1.1: Curvas de error de los clasificadores en el conjunto de datos
OBESIDAD. Fuente: Elaboracién propia.
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Figura C1.2: Curvas de error de los clasificadores en el conjunto de datos TIPOS
DE OBESIDAD. Fuente: Elaboracion propia.
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Figura C1.3: Curvas de error de los clasificadores en el conjunto de datos
TABAQUISMO. Fuente: Elaboracion propia.
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Anexo D

Aprendizaje activo
D1.

Criterio de detencién del aprendizaje activo

Las Figuras D1.1, D1.2 y D1.3 muestran los valores de varianza promedio de

las estrategias de consulta de los clasificadores en todos los conjuntos de datos.

Es posible observar el patron de varianzas utilizado para detener el proceso de

aprendizaje activo (AL).
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Figura D1.1: Criterio de detenciéon para el proceso de aprendizaje activo de los
clasificadores en el conjunto de datos OBESIDAD. Fuente: Elaboracién propia.
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Figura D1.2: Criterio de detencién para el proceso de aprendizaje activo de los
clasificadores en el conjunto de datos TIPOS DE OBESIDAD. Fuente: Elaboracion

propia.
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Figura D1.3: Criterio de detenciéon para el proceso de aprendizaje activo de los
clasificadores en el conjunto de datos TABAQUISMO. Fuente: Elaboraciéon propia.
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Anexo E

Tiempos de ejecucion
El1. Entrenamiento de los clasificadores

Los experimentos realizados en SVM, NB, FREGEX y CREGEX fueron ejecutados
en un ordenador Intel(R) Xeon(R) Silver 4110 CPU @2.10 GHz 2.10 GHz (2
procesadores), 30 GB RAM. En cuanto al clasificador basado en BERT, se utilizo
la plataforma Google Colab ! en su version PRO: Intel(R) Xeon(R) CPU @
2.30GHz, GPU Tesla P100-PCIE-16GB, 25 GB RAM. La Figura E1.1 indica
que los algoritmos propuestos tienen un mayor tiempo de ejecuciéon que el resto
de los clasificadores. Sin embargo, en el caso de BERT no esta considerado el

pre-entrenamiento de este modelo de lenguaje (4 dias) [1].
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Figura E1.1: Tiempos de ejecucién del entrenamiento de los clasificadores
implementados. Fuente: Elaboracion propia.

thttps://colab.research.google.com
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